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1 Einleitung

In der heutigen digitalen Ära sind Daten zu einem der wertvollsten Güter für Un-
ternehmen geworden. Die Fähigkeit, Daten effizient zu sammeln, zu speichern und
zu analysieren, ist entscheidend für die Wirtschaftlichkeit und Wettbewerbsfähigkeit
moderner Organisationen.1 Um den Wert der Daten auszuschöpfen, ist die Umsetzung
einer Datenstrategie unabdingbar. Durch eine fortschrittliche Datenstrategie können
Unternehmen Entscheidungen auf der Grundlage der in ihren Daten enthaltenen
Informationen treffen und so ihre Produkte und Dienstleistungen verbessern.2 Einer
Studie der Boston Consulting Group zufolge steigt das Wachstum der Daten kon-
stant an. Bis zum Jahr 2024 prognostiziert die Studie, dass 148 Zetabyte an Daten
generiert worden sind. Die Studie zeigt auch, dass technologische Fortschritte und
die Flexibilität der Cloud den Aufbau von datengetriebenen Produkten zunehmend
erleichtern. Anbieter passen sich an diese Trends an und erweitern ihre Dienste durch
immer mehr Funktionalitäten. Unternehmen stehen vor der Herausforderung, mit der
Geschwindigkeit der technologischen Trends mitzuhalten und sind von der Vielfalt an
Anbietern und Innovationen überwältigt. Ebenso erfordert der erweiterte Zugang zu
Daten durch eine breitere Zielgruppe innerhalb der Organisation föderierte Systeme,
die mit den Anforderungen skaliert werden können.3

Das Ziel dieser Masterarbeit besteht darin, einen umfassenden Überblick über die
aktuellen Konzepte und Technologien im Bereich moderner Datenplattformen zu
bieten. Zu diesem Zweck werden zunächst die relevanten Konzepte zum Aufbau von
Datenplattformen evaluiert, einschließlich Modern Data Warehouse, Data Lakehouse
und Data Mesh. Anschließend werden die Funktionalitäten ausgewählter Techno-
logieanbieter auf diese Konzepte angewendet, um deren praktische Umsetzung zu

1Vgl. DR18.
2Vgl. Sch24, S.6ff.
3Vgl. Ahl+23.
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1 Einleitung

beurteilen.

Die Masterarbeit ist in acht Kapitel aufgeteilt. Im Anschluss an diese Einleitung
bietet Kapitel 2 einen Überblick über die Begrifflichkeiten des Cloud Computing.
Die Cloud ermöglicht eine flexible und skalierbare Lösung, um den Anforderungen
der Plattform gerecht zu werden. In dem Kapitel werden die Facetten des Cloud
Computing erörtert und ein Überblick über die aktuelle Marktlage gegeben. Um
die Konzepte Modern Data Warehouse, Data Lakehouse und Data Mesh besser
einordnen zu können, werden in Kapitel 3 die Definitionen von Unternehmens- sowie
Datenarchitekturen näher beleuchtet. Das Kapitel befasst sich ebenfalls mit der
Historie der Architekturkonzepte und ermöglicht so eine Einordnung in den zeitlichen
Kontext. Darüber hinaus wird aufgezeigt, welche Relevanz dem aktuellen Trend der
generativen Künstliche Intelligenz (KI) im Rahmen der Datenplattform beizumessen
ist. In den weiteren Kapiteln werden die jeweiligen Datenarchitekturkonzepte Modern
Data Warehouse, Data Lakehouse und Data Mesh behandelt. Kapitel 4 gibt einen
Überblick über das Modern Data Warehouse und wie es gemeinsam mit dem Data
Lake und modernen Funktionalitäten Daten speichern und bereitstellen kann. Als
weitere Datenarchitektur bietet das Data Lakehouse eine Alternative zum Modern
Data Warehouse. In Kapitel 5 wird das Konzept des Data Lakehouse schrieben und
ein tieferer Einblick in die modernen Tabellenformate gegeben. Um die vorherigen
Architekturen im Unternehmen zu skalieren und einen föderalen Zugriff auf die
Datenlandschaft zu ermöglichen, werden durch das Data Mesh Konzept Lösungen
aufgezeigt. Kapitel 6 stellt die Prinzipien und Architekturelemente des Data Mesh vor.
In Kapitel 7 werden die Technologieanbieter Azure, AWS, Databricks und Snowflake
im Kontext der Architekturkonzepte vorgestellt. Das Kapitel führt die jeweiligen
Technologiekomponenten und ihre Verwendung für die Umsetzung der Datenplattform
auf. Im weiteren werden die Funktionalitäten zur Skalierung im Kontext der Data
Mesh Prinzipien genauer untersucht. Abschließend werden in Kapitel 8 die Ergebnisse
der Masterarbeit zusammengefasst und ein Ausblick geboten.
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2 Cloud Computing

Als Grundlage moderner Datenplattformen ist die Cloud ein wesentlicher Bestandteil
der notwendigen Infrastruktur. In den folgenden Unterkapiteln werden die Facetten
und Begrifflichkeiten näher erläutert. Kapitel 2.1 befasst sich mit der Begriffsde-
finition und den Kernmerkmalen des Cloud Computing. Die Nutzung der Cloud
kann in mehreren Abstraktionsstufen erfolgen. Die Cloud-Servicemodelle bieten un-
terschiedliche Abstraktionen der bereitgestellten Dienste und werden in Kapitel 2.2
näher beschrieben. Zur Bereitstellung der Cloud stehen Unternehmen, eigene Re-
chenzentren und externe Anbieter zur Verfügung, diese Optionen werden durch die
Cloud-Bereitstellungsmodelle in Kapitel 2.3 unterteilt und beschrieben. Um einen
Überblick zur Zukunftsperspektive und aktuellen Marktlage des Cloud Computing zu
geben, werden in Kapitel 2.4 Auswertungen und Prognosen zur aktuellen wirtschaftli-
chen Situation des Cloud-Marktes aufgeführt.

2.1 Einführung

Eine aus heutiger Sicht grundlegende Architekturentscheidung betrifft die Nutzung
einer Cloud-Umgebung für die Bereitstellung von Rechenleistung und Speicher. Bereits
im 20. Jahrhundert gab es mehrere Ansätze für zentrale Hochleistungsrechenzentren,
die für eine Vielzahl von Nutzenden bedarfsorientiert angeboten werden sollten. Der
Begriff „Cloud Computing“ selbst wurde durch den Professor für Informationstechno-
logie Ramnath K. Chellappa 1997 auf einer Konferenz in Dallas geprägt. Das wörtlich
referenzierte Symbol der Wolke (engl. Cloud) wird vor allem in Netzwerkdiagramm-
darstellungen aber auch allgemein mit dem Internet assoziiert. Die Wolke verbildlicht
den Austausch von Informationen zwischen voneinander getrennten Diensten.1 Für

1Vgl. Rei18, S.4 f.
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2 Cloud Computing

eine Definition von Cloud Computing wird in der Literatur auf den Standard des
National Institute of Standards and Technology (NIST) von 2011 verwiesen. Die NIST
definiert Cloud Computing wie folgt:2

„Cloud Computing ist ein Modell für den allgegenwärtigen, bequemen und
bedarfsgerechten Netzzugang zu einem gemeinsam genutzten Pool von
konfigurierbaren Computerressourcen (z. B. Netzwerke, Server, Speicher,
Anwendungen und Dienste), die mit minimalem Verwaltungsaufwand
und ohne Interaktion mit dem Dienstanbieter schnell bereitgestellt und
freigegeben werden können.“

Eine jüngere Definition wird 2023 durch die Internationale Organisation für Normung
(ISO) aufgestellt:3

„Paradigma zur Ermöglichung des Netzzugangs zu einem skalierbaren und
elastischen Pool gemeinsam nutzbarer physischer oder virtueller Ressour-
cen mit Selbstbedienungsbereitstellung und -verwaltung auf Abruf.“

Beide Standards enthalten fünf Kernmerkmale, welche durch die ISO Norm um ein
sechstes Merkmal erweitert werden:4

Selbstbedienung auf Abruf On-Demand Self-Service ist ein Merkmal, bei dem ein
Cloud-Kunde die Cloud-Dienste nach Bedarf automatisch oder mit minimaler Inter-
aktion mit dem Cloud-Anbieter bereitstellen kann. Da die Nutzenden die benötigten
Dienste selbstständig und ohne zusätzliche menschliche Eingriffe oder Überwachung
anpassen können, ermöglicht dieses Merkmal eine Reduzierung von Kosten, Zeit und
Aufwand.

Allgemeiner Netzwerkzugang Das Serviceangebot des Cloud-Anbieters ist über
einen allgemeinen Netzwerkzugang erreichbar. Dies ermöglicht den Nutzenden, eine
Vielzahl an gängigen Geräten zu nutzen, um die Cloud-Dienste in Anspruch zu
nehmen.

2MG11, S.2.
3ISO23a, Kap. 3.1.1.
4Vgl. MG11, S.2; Vgl. ISO23b, Kap. 5.2.
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2 Cloud Computing

Bündelung von Ressourcen Der Cloud-Anbieter kann über die Bündelung von
Ressourcen, physische und virtuelle Ressourcen gleichzeitig mehreren Kunden zur
Verfügung stellen. Auch wenn Nutzende keinen direkten Einfluss auf den genauen
Standort der genutzten Hardware hat, können regionale Einstellungen getroffen
werden, um den Standort des Rechenzentrums einzugrenzen.

Schnelle Elastizität Eine schnelle Elastizität ermöglicht es den Nutzenden eines
Cloud-Anbieters, Ressourcen abhängig vom aktuellen Bedarf zu erhöhen oder zu
senken. Dies ermöglicht, auf kurzzeitige hohe Ressourcenanforderungen im besten
Falle automatisch zu reagieren und die Nutzung der Cloud-Dienste anzupassen.

Gemessene Dienstleistungen Nutzende können durch eine Überwachung der ge-
nutzten Cloud-Dienste ihre Ressourcen optimieren und damit auch Kosten reduzieren.

Mandantenfähigkeit (Nur ISO) Über die Mandantenfähigkeit sind die Daten
und Berechnungen von Nutzenden getrennt und nicht untereinander zugänglich. Dies
betrifft auch weitere Unterteilungen von Nutzenden innerhalb eines Unternehmens.
So können mehrere Zugänge für Abteilungen und Teams bereitgestellt und der gegen-
seitige Zugriff eingeschränkt werden.

Neben den aufgeführten Merkmalen definieren die Standards auch Cloud-Servicemodelle
und Cloud-Bereitstellungsmodelle. Diese werden in den folgenden Kapiteln 2.2 und
2.3 genauer beschrieben.

2.2 Cloud-Servicemodelle

Im Rahmen des Cloud Computing werden verschiedene Servicemodelle angeboten,
welche sich auf drei Hauptkategorien einteilen lassen. Die Kategorien werden durch
Infrastructure as a Service (IaaS), Platform as a Service (PaaS) und Software as a
Service (SaaS) bezeichnet und bilden unterschiedliche Abstraktionsebenen in Bezug
darauf, welche Komponenten der Infrastruktur und Software durch den Kunden oder
den Cloud-Anbieter verwaltet werden. Die Tabelle 2.1 führt die jeweiligen Kategorien

13



2 Cloud Computing

innerhalb des Cloud Computing auf und vergleicht, welche Verwaltung durch den
Kunden übernommen wird und welche der Cloud-Anbieter übernimmt. Während in
der eigenen IT-Infrastruktur alle Komponenten selbst verwaltet werden, bietet IaaS die
grundlegenden Services an, welche Hardware, Netwerk und Speicher bereitstellen, auf
welchen der Kunde eigene Software installieren kann. Als weitere Abstraktionsstufe
übernimmt der Cloud-Anbieter durch PaaS die Bereitstellung der Middleware und
der Laufzeitumgebung, wobei die Verwaltung des Betriebssystems und der Hardware
für den Kunden entfällt und übernommen wird. Abschließend wird durch SaaS die
Verwaltung der gesamten Infrastruktur abstrahiert und der Fokus des Kunden auf
die Anwendung der Software gelegt.5

Eigene IT IaaS PaaS SaaS
Anwendung Kunde Kunde Kunde Kunde
Daten Kunde Kunde Kunde Cloud
Laufzeit Kunde Kunde Cloud Cloud
Middleware Kunde Kunde Cloud Cloud
Betriebssystem Kunde Cloud Cloud Cloud
Virtualisierung Kunde Cloud Cloud Cloud
Server Kunde Cloud Cloud Cloud
Speicher Kunde Cloud Cloud Cloud
Netzwerk Kunde Cloud Cloud Cloud

Tabelle 2.1: Vergleich zwischen IaaS, PaaS und SaaS [In Anlehnung an AWSc]

2.2.1 Infrastructure as a Service (IaaS)

Das Serviceangebot von IaaS umfasst die Bereitstellung von Rechen-, Speicher- und
Netzwerkressourcen. Der Kunde kann diese Ressourcen nutzen, um eigene Softwa-
re in der virtualisierten Umgebung zu installieren. Im Gegensatz zu den eigenen
Rechenzentren hat der Kunde die Möglichkeit, adaptiv auf Änderungen der Res-
sourcenanforderungen für die IT-Infrastruktur zu reagieren und kann die genutzten
Komponenten entsprechend skalieren und muss nach dem „Pay-as-you-go“-Prinzip nur
für die zeitliche Nutzung bezahlen.6 Konkret bedeutet dies, dass der Hosting-Anbieter

5Vgl. Lis24, S.127ff.
6Vgl. Rei18, S.9f.
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2 Cloud Computing

diverse Services zur Verfügung stellt, um virtuelle Maschinen inklusive Speicher in
ausgewählten Größen zu beantragen und in ein vom Anbieter bereitgestelltes Netz-
werk zu integrieren. Ändern sich die Anforderungen an die Hardware, können die
bisher genutzten Komponenten durch neue ersetzt werden, ohne dass ein zeitinten-
siver Einkaufsprozess durchlaufen und im eigenen Rechenzentrum die bestehende
Hardware ausgetauscht werden muss. Gegenüber den anderen Servicekategorien bietet
IaaS die höchste Flexibilität bei der Konfiguration der Umgebung an die eigenen
Anforderungen. Jedoch besteht auch ein erhöhter Aufwand in der Bereitstellung und
Wartung der Komponenten, da die Installation, die Wartung der Software und die
Skalierung der Ressourcen selbstständig übernommen werden müssen.7

2.2.2 Platform as a Service (PaaS)

Im Rahmen des PaaS Angebots werden zusätzlich zu IaaS auch die Middleware und
Laufzeitumgebung durch den Hosting-Anbieter übernommen. Der Anbieter stellt
innerhalb des Services Frameworks und Tools zur Verfügung, welche die Entwick-
lungsumgebung und die Bereitstellung der Software im Hintergrund übernehmen.
Der Kunde muss sich folglich ausschließlich um die Bereitstellung des Codes und
der Daten kümmern. Das Angebot richtet sich vor allem an die Entwicklungsteams,
welche das Produkt des Kunden entwickeln und sich nur noch um die Entwicklung,
aber nicht mehr um die Infrastruktur oder die Bereitstellung kümmern und somit in
diesen Bereichen Zeit einsparen.8 Demnach ist auch der zentrale Vorteil von PaaS die
Einsparung der Entwicklungszeit und die schnellere Bereitstellung von neuer Software.
Nachteilig ist die Abhängigkeit vom Anbieter, da die Frameworks auf die Dienste des
Anbieters angepasst sind und eine Migration auf einen anderen Anbieter erschwert
wird.9

7Vgl. LNW20, S.23.
8Vgl. Rei18, S.10f.
9Vgl. LNW20, S.27.
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2 Cloud Computing

2.2.3 Software as a Service (SaaS)

Mit der höchsten Abstraktionsstufe richtet sich SaaS besonders an die Endanwen-
denden von Softwareprodukten. Der Kunde ist ausschließlich für die Nutzung und
Konfiguration der Software zuständig. Hosting, Infrastruktur und Wartung übernimmt
der Hosting-Anbieter und kann meist direkt über eine Weboberfläche zugänglich ge-
macht werden, ohne eigene Software oder eine Umgebung installieren zu müssen.
Da Softwareservices kaum Einfluss auf die Hintergrundprozesse zulassen, sind sie
mehrheitlich für bestimmte Geschäftsbereiche und Anwendungsfälle konzipiert.10 Der
Vorteil der Nutzung ist die schnelle und unkomplizierte Bereitstellung von Softwa-
re für die notwendigen Anforderungen ohne besondere IT-Kenntnisse. Jedoch ist
dieses Serviceangebot damit das unflexibelste, sollten besondere Anforderungen ent-
stehen, die nicht von der bereitgestellten Software angeboten werden. Zusätzlich geht
dieses Angebot meist mit erhöhten Lizenz- und Nutzungskosten einher, welche die
eingesparten Entwicklungskosten übersteigen können.11

2.2.4 Geteilte Verantwortung

Neben der Wartung der jeweiligen Dienste ist der Kunde eines Cloud-Anbieters auch
abhängig des gewählten Servicemodells für die Sicherheit und Gesetzeskonformität
zuständig. Abbildung 2.1 zeigt die jeweiligen Verantwortlichkeiten von Kunden und
Cloud-Anbietern. Der Cloud-Anbieter stellt die Hardware und Software bereit, die
dafür notwendig sind, die Cloud zu betreiben und dessen Dienste in Anspruch zu
nehmen. Der Kunde ist für die korrekte Konfiguration und Nutzung der Dienste
verantwortlich. Somit muss der Kunde sicherstellen, dass Netzwerke und Nutzerricht-
linien so eingerichtet sind, dass unautorisierte Zugriffe verhindert werden. Ebenso
ist der Kunde für die datenschutzkonforme Behandlung von Kundendaten verant-
wortlich. Abhängig des Servicemodells kann sich die Verantwortung auch verschieben.
Übernimmt der Cloud-Anbieter die Verwaltung des Betriebssystems und der Soft-
ware, ist eine Durchführung von Sicherheitsupdates meist inbegriffen.12 Der Kunde

10Vgl. Lis24, S.145ff.
11Vgl. LNW20, S.33f.
12Vgl. AWSb.
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Abbildung 2.1: Geteilte Verantwortung in der Cloud [In Anlehnung an AWSb]

ist dennoch bei jedem Servicemodell für die Absicherung der Daten, der Zugriffs-
punkte, des Cloud-Kontos und die Zugriffsverwaltung zuständig.13 Auch wenn der
Anbieter nicht direkt für die korrekte Konfiguration der Cloud-Dienste verantwortlich
ist, werden Werkzeuge angeboten, die auf unsichere Konfigurationen hinweisen und
Handlungsschritte empfehlen.

2.3 Cloud-Bereitstellungsmodelle

Um eine Cloud-Infrastruktur zu nutzen und den Anwendenden anzubieten, wird
zwischen Bereitstellungsmodellen unterschieden, welche grundsätzlich unterscheiden,
wo die Ressourcen physisch hinterlegt sind und welche Institutionen die Hardware
nutzen dürfen. Hierbei wird zwischen Private Cloud, Public Cloud und Hybrid Cloud
unterschieden. Im Folgenden werden die jeweiligen Bereitstellungsmodelle näher
beleuchtet:

13Vgl. Azu24c.
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2.3.1 Public Cloud

Public Cloud beschreibt das Bereitstellungsmodell, welches durch die größten Anbieter
wie IBM, AWS, Microsoft und Google angeboten wird und über das Internet zugreif-
bar ist. Bei den aufgeführten Anbietern wird auch von sogenannten Hyperscalern
gesprochen, da sie die notwendige Hardware global bereitstellen, um flexibel sehr
hohe Rechenleistungen abzurufen.14 Bei diesem Modell bieten die Dienstleister einen
Katalog an Services an, welcher flexibel und bedarfsorientiert abgerufen werden kann.
Die virtualisierte und globale Infrastruktur wird durch die Kunden der Anbieter
geteilt. Dies bedeutet, dass die gleiche Hardware zeitweise von einem Kunden und
anschließend durch einen anderen Kunden genutzt werden kann. Über die Wahl der
geographischen Lage des Rechenzentrums hinaus hat der Kunde keinen Einfluss auf
die Betriebsprozesse und Hardwarenutzung im Hintergrund der Services.15 Bei der
Verantwortungsübernahme der Sicherheit wird von einer geteilten Verantwortung
(Kap. 2.2.4) gesprochen, bei welcher der Kunde für die Sicherheit in der Cloud zustän-
dig ist und der Anbieter für die Sicherheit der Cloud selbst.16 Der Vorteil der Public
Cloud ist der schnelle und flexible Zugriff auf die Ressourcen des Cloud-Anbieters,
welcher es ermöglicht, temporär hohe Rechenleistung abzurufen und entsprechend
auch nur zeitlich begrenzt die Kosten zu tragen. Bei anderen Bereitstellungsmodel-
len wie der Private Cloud (Kap. 2.3.2) muss entsprechende Hardware längerfristig
gebunden und bezahlt werden. Nachteilig ist vor allem der Sicherheitsaspekt, da
Fehlkonfigurationen oder der prinzipiell mögliche Zugriff auf diverse Dienste über das
Internet zu Sicherheitslücken führen können. Dies stellt eines der größten Hemmnisse
für die Nutzung von Public Cloud-Diensten dar.17

2.3.2 Private Cloud

Beim Bereitstellungsmodell der Private Cloud wird durch dedizierte Infrastruktur und
Hardware sichergestellt, dass nur ausgewählte Personen und Dienste Zugriff auf die
bereitgestellte Hard- und Software haben. Die Private Cloud wird im Unternehmen

14Vgl. Red24.
15Vgl. MPR15, S.13f.
16Vgl. AWSb.
17Vgl. Win24, S.16.
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selbst bereitgestellt oder von Dienstleistern in eigenen Rechenzentren betrieben. Der
Zugriff erfolgt aus dem Unternehmensnetzwerk über das Intranet oder eine private
Netzwerkverbindung. Durch den eigenen Besitz und Betrieb der Hardware, kann
eine höhere Kontrolle über die Sicherheit und Regelkonformität erreicht werden.
Der Skaleneffekt der Public Cloud (Kap. 2.3.1) wird hierbei jedoch negiert, da die
Hardware nicht nach Bedarf hinzugebucht werden kann. Da in der Private Cloud auch
die verwalteten Software Dienste der Public Cloud Anbieter nicht genutzt werden
können, kann auch kein Anbieter Lock-In entstehen. Jedoch muss die entsprechende
Software eigenständig betrieben und gewartet werden.18

2.3.3 Hybrid Cloud

Das Hybrid Cloud Modell ist eine Kombination aus Private und Public Cloud Modellen,
bei der beide Modelle gleichzeitig genutzt werden können. Auch die Nutzung mehrerer
Cloud-Anbieter ist möglich. Abhängig diverser Anforderungen können innerhalb
eines Anwendungsfalls oder über die Anwendungsfälle getrennt die jeweiligen Cloud-
Ressourcen genutzt werden.19 Ein Beispiel für die gemeinsame Nutzung der Modelle
ist das Edge-Computing, bei dem eine Vorverarbeitung von Daten lokal bei den
Datenproduzenten erfolgt und anschließend an die Public Cloud weitergeleitet wird.20

Ebenso ist es möglich, die Verarbeitung von sensiblen Prozessen in der Private Cloud
von der Verarbeitung von nicht sensiblen Prozessen in der Public Cloud zu trennen.21

2.4 Marktlage

Die weltweiten Ausgaben für Public Cloud-Dienste werden 2023 nach einer Analyse
von Gartner 561 Milliarden US-Dollar betragen.22 Sowohl Gartner als auch Statista

18Vgl. MPR15, S.14.
19Vgl. MPR15, S.14.
20Vgl. Red22.
21Vgl. Rei18, S.186f.
22Vgl. Gar24.
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prognostizieren eine weitere positive Entwicklung des Public Cloud Marktes.23 Abbil-
dung 2.2 zeigt eine konsolidierte Sicht beider Schätzungen. Statista geht davon aus,
dass sich die Ausgaben bis 2029 im Vergleich zu 2023 auf 1,8 Billionen US-Dollar
verdreifachen werden.

Abbildung 2.2: Schätzung der Entwicklung des weltweiten Public Cloud Marktes

Eine Umfrage der Flexera Software LLC ergab, dass im Jahr 2024 80 Prozent der
Befragten Azure und 78 Prozent AWS als Cloud-Dienst verwenden. An dritter Stelle
folgt Google Cloud mit 50 Prozent.24 Abbildung 2.3 zeigt den Verlauf der verwendeten
Public Cloud-Dienste von 2017 bis 2024. Laut der Umfrage konnte sich Google bis
2021 im Vergleich zu den Vorjahren stärker etablieren. Von 2021 bis 2024 sind jedoch
keine signifikanten Veränderungen in der Verteilung zu erkennen.

Obwohl die Nutzung von Azure und AWS im gleichen Maße etabliert zu sein scheint,
schätzt die Synergy Research Group den Marktanteil von AWS im 3. Quartal 2024
auf 31 Prozent und den von Azure nur auf 20 Prozent, gefolgt von Google mit 12
Prozent.25 Aus beiden Schätzungen von Flexera und Synergy geht jedoch hervor, dass
sowohl Azure als auch AWS den Markt dominieren. Im deutschen Markt liegt die
Verwendung von Cloud-Diensten laut einer Studie von 2024 der Bitkom e.V. bei 81
Prozent in der aktuellen Nutzung und 14 Prozent in der Planung. Lediglich 5 Prozent
beabsichtigen keine Nutzung eines Cloud-Dienstes. Bei der Verteilung zwischen Private
23Vgl. Sta24.
24Vgl. Fle24a.
25Vgl. Ric24.

20



2 Cloud Computing

Abbildung 2.3: Nutzung von Public Cloud in Unternehmen weltweit von 2017 bis
2024, nach Anbieter [In Anlehnung an Fle24a]

Cloud und Public Cloud liegt die aktuelle Nutzung von Private Cloud bei 68 Prozent
und Public Cloud bei 50 Prozent. Der Umfrage nach könnte jedoch die Public Cloud
stark aufholen. Für das Jahr 2025 gaben die Befragten an, dass ihre Projekte zu
81 Prozent in der Public Cloud und 87 Prozent in der Private Cloud umgesetzt
werden sollen.26 Anhand der Umfrage der Bitkom e.V. ist die Kostenreduzierung
der Cloud-Dienste eine der Initiativen mit der höchsten Priorität. Ebenso legen die
befragten Unternehmen den Fokus auf die Umstellung der aktuellen Dienste auf
PaaS und SaaS Lösungen. Eine weitere wichtige Initiative ist die Digitalisierung der
internen Prozesse, diese hat von 2023 bis 2024 das größte Wachstum von 16 Prozent
erfahren.27 Die aufgezeigten Prioritäten decken sich mit einer Auswertung der Flexera
Software LLC. Die Umfrage ergibt, dass weltweit die Kostenreduzierung ein wichtiges
Thema innerhalb der Unternehmen ist, sowie die stärkere Nutzung von SaaS und die
Migration von Prozessen in die Cloud-Umgebungen.28

Zusammenfassend wird ersichtlich, dass die Nutzung von Cloud Computing ein
wichtiger Bestandteil der aktuellen IT-Infrastruktur ist und die Unternehmen auch
zukünftig ihre Prozesse in der Cloud weiter ausbauen wollen. Dies gilt sowohl für den
globalen Markt als auch für Deutschland.

26Vgl. Win24, S.2.
27Vgl. Win24, S.3.
28Vgl. Fle24b.
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Um die Datenplattformen im Unternehmenskontext besser einordnen zu können,
befasst sie dieses Kapitel mit der Definition der Unternehmens- sowie Datenarchi-
tektur. Die Unternehmensarchitektur wird in Kapitel 3.1 definiert. Die Definition
der Datenarchitektur erfolgt in Kapitel 3.2 und stellt den Zusammenhang mit der
Datenplattform her. Zur Umsetzung von Datenplattformen haben sich im Laufe der
Zeit die Technologien und Anforderungen weiterentwickelt. Kapitel 3.3 beschreibt den
historischen Verlauf der relevantesten Konzepte zur Umsetzung von Datenplattfor-
men. Nachdem Machine Learning bereits in viele Datenplattformen integriert wurde,
konnten einige Fortschritte im Bereich der generativen KI erzielt werden. Um die
aktuelle Situation und die Relevanz für die Datenplattform einzuordnen, setzt sich
Kapitel 3.4 mit dem Thema auseinander.

3.1 Definition Unternehmensarchitektur

Die Prozesse eines Unternehmens sind in der Regel auf viele Bereiche verteilt. Das
Ziel der Unternehmensarchitektur ist es, die Bereiche in eine gemeinsame Übersicht zu
integrieren. Die Übersicht kann in einen strategischen Kontext gestellt werden und bie-
tet Flexibilität für die Weiterentwicklung der Prozesse.1 Die Unternehmensarchitektur
hilft, strategische Entscheidungen in einem dynamischen Technologieumfeld zu treffen,
die mit den Unternehmenszielen übereinstimmen. Auf Basis dieser Entscheidungen
kann das Unternehmen seine Wettbewerbsfähigkeit und somit den Unternehmenserfolg
steigern.2 Prozessoptimierungen, die sich lokal in einem Teilbereich des Unterneh-
mens positiv auswirken, haben nicht zwingend den gleichen Effekt in einem globalen

1Vgl. The, Kap. 1.1.
2Vgl. EAB.
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Unternehmenskontext oder sind nicht mit den Unternehmenszielen vereinbar. Eine
Unternehmensarchitektur schafft eine einheitliche Sicht auf die Unternehmensprozesse,
auf deren Basis Auswirkungen der Entscheidungen in Teilbereichen im Verhältnis zu
den Unternehmenszielen gesetzt werden können. Mit dieser Sichtweise ist es möglich,
Entscheidungen zu treffen, die im Gleichgewicht zwischen der Weiterentwicklung und
dem übergreifenden Unternehmenserfolg stehen.3

Die Organisation „The Open Group“ hat einen Standard veröffentlicht, welcher
von den Mitgliedern des „The Open Group Architecture Forum“ entwickelt wurde.
Eine Unternehmensarchitektur wird in die Untergruppen „Geschäftsarchitektur“,
„Informationssystemarchitektur“ und „Technologiearchitektur“ unterteilt. Die Ge-
schäftsarchitektur umfasst die Architekturmodelle des Geschäftsbetriebs, welche
Produkte und Services angeboten werden und wie das Unternehmen strukturiert
ist. Die Informationssystemarchitektur besteht aus der Datenarchitektur und der
Anwendungsarchitektur. Die Datenarchitektur beschreibt die Daten und das Da-
tenmanagement im Unternehmen. In der Anwendungsarchitektur wird dargestellt,
welche Anwendungen im Unternehmen in welcher Beziehung zueinander und zu den
Geschäftsprozessen stehen. Die Technologiearchitektur beschreibt die digitale Archi-
tektur und logische Infrastruktur der Soft- und Hardware im Unternehmen, die zur
Bereitstellung der Geschäfts-, Daten- und Anwendungsservices notwendig sind.4

Im folgenden Kapitel 3.2 wird näher auf die Datenarchitektur eingegangen.

3.2 Definition Datenarchitektur & -Plattform

Als Untergruppe der Unternehmensarchitektur beschäftigt sich die Datenarchitektur
mit der Organisation und Verwaltung von Daten im Kontext der Unternehmensziele.
Es gibt diverse Ansätze zu Bestandteilen einer Datenarchitektur, diese können auf
folgende Komponenten zusammengefasst werden:5

3Vgl. Lan17, S.2ff.
4Vgl. The, Kap. 3.3.
5Vgl. Ser24b, S. 41f.
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Datenspeicherung Datenarchitekturen zeigen auf, wie die Daten gespeichert wer-
den. Dazu zählt das Speichermedium wie Festplatten oder Cloudspeicher und die
Datenstrukturen.

Datenverarbeitung Datenarchitekturen definieren, wie welche Transformationen
auf die Daten ausgeführt werden. Dies betrifft auch die Transformationen, welche vor
der Speicherung durchgeführt werden.

Datenzugriff Datenarchitekturen bieten die Möglichkeit, auf die Daten zuzugreifen.
Dies kann über eine Benutzeroberfläche oder durch eine Application Programming
Interface (API) erfolgen.

Datensicherheit und Datenschutz Datenarchitekturen müssen eine sichere Spei-
cherung der Daten ermöglichen. Dies erfolgt über Zugriffskontrollen, Verschlüsselung
und Maskierung der Daten.

Data Governance Datenarchitekturen bieten die Möglichkeit, die Daten zu ver-
walten, Zustände einzusehen und nachzuverfolgen.

Die aufgeführten Komponenten helfen dem Unternehmen dabei, seine Daten zu
verwalten und so aufzubereiten, dass Entscheidungen auf Basis von Fakten getroffen
werden können.

Eine gute Datenarchitektur ist flexibel und einfach zu warten. Aufgrund von Verände-
rungen des Marktes und der geschäftlichen Anforderungen des Unternehmens ist sie
einem ständigen Wandel unterworfen und entwickelt sich ständig weiter.6

Der strategische Rahmen der Datenarchitektur wird durch den Einsatz von Daten-
plattformen erfüllt. Datenplattformen stellen die technische Infrastruktur und die
Werkzeuge zur Verfügung, um Daten zu sammeln, zu verwalten und aufzubereiten.7

6Vgl. Rei23, S.109ff.
7Vgl. Rus20; Vgl. IBM.
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Abbildung 3.1: Datenplattform Architektur Komponenten

Abbildung 3.1 zeigt eine vereinfachte Ansicht der Datenplattform Architektur. Neben
den bereits aufgeführten Komponenten bieten Datenplattformen zusätzliche Funktio-
nen, die zur Erstellung und Verwaltung von Datentransformationen wichtig sind. Um
Daten regelmäßig in die Plattform zu integrieren und weiterzuverarbeiten, ist eine
„Orchestrierung“ notwendig, welche die Abläufe steuert. Die Orchestrierung ist dabei
nicht nur ein Werkzeug, um Prozesse zeitlich zu koordinieren, sondern auch um eine
Kette an Aufgaben abhängig von Zuständen zu steuern und so auf unterschiedliche
Szenarien zu reagieren. Darüber hinaus bieten Orchestrierungswerkzeuge auch die
Möglichkeit, Prozesse zu historisieren und damit zu überwachen.8 Die „KI“ Kompo-
nente bietet zwei Perspektiven auf die Funktionen der Datenplattform. Sie ermöglicht
die Anreicherung von Transformationen und Vorhersagen durch den Einsatz von
Algorithmen des maschinellen Lernens. Zusätzlich bieten aktuelle Technologien die
Möglichkeit durch generative KI die Datenplattform durch Funktionen zu ergänzen,
welche die Entwicklung von Verarbeitungsstrecken und die Datenanalyse erheblich
vereinfachen sollen.9

8Vgl. Azub; Vgl. Rei23, S.98f.
9Vgl. IBM24, Kap. Additional data platform layers.
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3.3 Historie

In der Praxis sind Datenarchitekturen sehr individuell, da sie den Unternehmenszielen
entsprechen müssen. Innerhalb der Jahre haben sich jedoch bewährte Grundarchitek-
turen hervorgetan, die dabei helfen, eine eigene Datenarchitektur aufzubauen. Auch
der technologische Markt orientiert sich an den Arten der Datenarchitektur und bietet
flexible oder spezialisierte Lösungen an, welche die jeweilige Datenarchitektur im
Unternehmen umsetzbar machen. Jede Architektur bringt auch Herausforderungen
mit sich und passt nicht unbedingt für jeden Anwendungsfall. Durch den technologi-
schen Fortschritt und neue Ansätze entwickeln sich daher auch die Datenarchitekturen
weiter, indem sie Herausforderungen aus der vorherigen Architekturen lösen und
auf neue Anforderungen im Markt reagieren. Kostenstrukturen und Effizienz neu-
er Speichertechnologien, neue Datenformate und auch Innovationen wie Künstliche
Intelligenz erfordern es, die eigene Datenarchitektur weiterzuentwickeln und damit
wettbewerbsfähig am Markt teilnehmen zu können.10 Im folgenden wird auf die
Historie der Grundarten von Datenarchitekturen eingegangen:

Relationale Data Warehouse Systeme Das relationale Datenmodell wurde von
Edgar F. Codd im Jahr 1970 in einer Publikation veröffentlicht. Das relationale
Datenmodell basiert dabei auf der mathematischen Mengenlehre und einigen Regeln,
welche die Daten organisieren und Redundanz minimieren. Relationale Datenbanken
bestehen aus zweidimensionalen Relationen in Form von Tabellen, deren Dimensionen
sich aus Zeilen (Tupeln) und Spalten (Attributen) zusammensetzen.11 Im Jahr 1979
wurde das erste kommerzielle relationale Datenbanksystem von Oracle veröffentlicht.12

1893 führte die Well Fargo Bank das System von Teradata ein, das speziell für die
Auswertung großer Datenmengen entwickelt wurde.13 Während sich Bill Inmon bereits
seit 1970 mit dem Begriff „Data Warehouse“ auseinandergesetzt hatte, wurde er
durch die Autoren B. A. Devlin und P.T. Murphy innerhalb der Veröffentlichung
„An architecture for a business and information system“ im IBM Systems Journal als
„Business Data Warehouse“ bekannt. Gegenüber einem relationalen Datenbanksystem

10Vgl. Inm21, S.5ff.
11Vgl. Cod70.
12Vgl. Ora, Kap. Brief History of Oracle Database.
13Vgl. Gil84.
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stützt sich ein relationales Data Warehouse auf die gleiche relationale Struktur, ist
jedoch speziell für die Speicherung von größeren Datenmengen und eine optimierte
Abfrage zur Erstellung von Analysen ausgelegt.

Data Lake Mit dem Fortschreiten der Digitalisierung und der damit einhergehenden
wachsenden Menge an Daten und Formaten waren relationale Datenbanken nicht mehr
in der Lage, alle Anforderungen eines Unternehmens in vollem Umfang abzudecken.
2006 wurde das Open-Source Ökosystem „Hadoop“ veröffentlicht, welches ab 2008
ein Top-Level-Projekt innerhalb der Apache Foundation wurde. Hadoop stellt mit
dem „Hadoop Distributed Filesystem“ eine skalierbare Speicherlösung zur Verfügung,
welche es ermöglicht strukturierte, sowie unstrukturierte Daten in großen Mengen
zu speichern und durch weitere Technologien im Hadoop Ökosystem auszuwerten.
Der Begriff „Data Lake“ wurde 2010 durch den Gründer von Pentaho James Dixon
bekannt, indem er den Data Lake als eine große Ansammlung von Rohdaten aus
diversen Quellen umschreibt, aus denen sich weitere Nutzende bedienen können.14

Innerhalb der Praxis hat sich die lose Struktur des Data Lakes als eine Herausforderung
erwiesen, da ohne eine feste Organisation der Daten der Überblick verloren geht. Es
kann anschließend nur schwer nachvollzogen werden, welche Daten in welcher Form im
Speichersystem vorhanden sind und welche Daten überhaupt noch benötigt werden.
Dadurch hat sich durch Bill Inmon der Begriff „Data Swamp“ etabliert, welcher den
unorganisierten Zustand verbildlichen soll.15

Modern Data Warehouse Durch die fortschreitende Entwicklung im Bereich der
Cloud-Dienste konnten Innovationen bei Data Warehouse Systemen erzielt werden.
Lokale Systeme sind oft durch begrenzten Speicherplatz und eingeschränkte Rechen-
leistung limitiert. Im Gegensatz dazu bieten Cloud-Dienste flexible und skalierbare
Lösungen. Die Data Warehouse Systeme in der Cloud zeichnen sich nicht nur durch
ihre Skalierbarkeit aus, sondern bieten auch zusätzliche Automatisierungsfunktionen
und diverse Erweiterungen über die klassische Datenhaltung hinaus. Einige dieser
Funktionen beinhalten auch die Integration von Daten aus den zu dem Zeitpunkt
etablierten Data Lake Systemen. Die im Data Lake vorgehaltenen Daten können in

14Vgl. Foo20.
15Vgl. Woo21.
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das Data Warehouse System integriert werden, um die bisher etablierten Prozesse
zur Erstellung von Berichten zu nutzen und Visualisierungen zu erstellen.16 Mit „Big
Query“ stellte Google eins der ersten verwalteten Data Warehouse Systeme 2011 be-
reit.17 Auch Amazon bot anschließend ab 2012 durch „Redshift“ einen sehr ähnlichen
Dienst an.18 Microsoft ergänzte etwas später durch den „Azure SQL Data Warehouse“
Dienst 2016 ein skalierbares Produkt.19 Auch Drittanbieter sind in dieser Zeit in den
Markt eingestiegen. Eines der aktuell etablierten Unternehmen, Snowflake, stellte
2014 ihr Cloud Data Warehouse Produkt vor, welches nicht in der eigenen Cloud,
sondern auf der Infrastruktur von AWS, Azure und Google bereitgestellt wird.20

Data Lakehouse Die Idee hinter dem Begriff „Data Lakehouse“ kann zu einem
Blogbeitrag des Entwicklers Pedro González im Jahr 2016 zurückverfolgt werden. In
diesem Beitrag wird das Data Lakehouse als eine Zwischenstufe von Data Lake und
Data Warehouse beschrieben, bei der das Data Lakehouse eine flexible Form bietet,
die Daten in einem flexiblen Schema vorzuhalten und auszulesen. Gegenüber dem
Data Lake hat dies den Vorteil, dass die Daten strukturierter vorliegen, es jedoch einer
freieren Form als den festgelegten Schemata in Data Warehouse Systemen entspricht.21

Später wurde der Begriff insbesondere durch das Unternehmen Databricks bekannt,
welches das Data Lakehouse Konzept nutzte, um seine Datenplattform zu vermarkten.
Neben der Flexibilität der Schemata innerhalb der Datenmodelle soll das Data
Lakehouse zudem die Komplexität der übergreifenden Architektur verringern, da
für das Modern Data Warehouse der Data Lake und ein Data Warehouse verwaltet
werden müssen. In diesem Zusammenhang können die Daten im günstigeren Data
Lake gespeichert und mittels Abfragetechnologie direkt ausgelesen werden, ohne dass
eine vorherige Übertragung in ein Data Warehouse erforderlich ist.22

Data Mesh Die bisher aufgeführten Datenarchitekturen basieren auf einem zen-
tralisierten Konzept, bei dem alle Daten gesammelt und auf die jeweilige Methode
16Vgl. How20, S.1f.
17Vgl. Tha20.
18Vgl. AWS12.
19Vgl. Azu16.
20Vgl. Mar14.
21Vgl. Gon16.
22Vgl. Inm21, S.22ff.
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transformiert und auch zentral angeboten werden. Durch die Zentralisierung besteht
die Herausforderung, die Umsetzung gemeinsam mit den wachsenden Anforderungen
der Datenkonsumenten zu skalieren. Organisatorisch und technologisch sind die eta-
blierten Konzepte auf ein zentrales Datenteam ausgelegt, welches die Anforderungen
aus den Fachbereichen entgegennimmt und ausführt. Dies kann dazu führen, dass
nicht alle Anforderungen direkt bearbeitet werden können und einige Fachbereiche
darauf warten müssen, auf Basis neuer Daten Rückschlüsse ziehen zu können. Um
dieses Problem zu lösen, wurde das „Data Mesh“ Konzept 2019 von Zhamak Dehgha-
ni vorgestellt. Ein soziotechnologischer Ansatz, bei dem die Verantwortung für die
Datenaufbereitung im Unternehmen stärker verteilt wird. Dieses Konzept ersetzt die
bisherigen Technologien zur Speicherung und Transformation nicht, sondern nutzt sie
im verteilten Kontext.23 Die Anforderungen, die das Data Mesh Konzept aufstellt,
müssen jedoch auch technologisch umsetzbar sein, damit mehrere Teams in einem ver-
teilten Kontext organisiert an einer übergreifenden Datenlandschaft mitwirken können.
Mit „Amazon Data Zone“ wurde ein Produkt im Jahr 2023 von AWS veröffentlicht,
mit dem die bestehenden analytischen Produkte leichter auf mehrere Teams verteilt
werden können und in einem übergreifenden Datenkatalog die dabei entstehenden
Datenprodukte organisiert.24 Ebenfalls 2023 wurde ein sehr ähnliches Data Mesh
Produkt von Azure mit „Microsoft Fabric“ veröffentlicht.25

3.4 Relevanz von generativer KI in der
Datenplattform

Seit einigen Jahren konnten signifikante Fortschritte im Bereich der generativen KI
erzielt werden. Generative KI bezieht sich auf eine Untergruppe an Algorithmen
der KI und des Machine Learnings, die in der Lage sind, neue Inhalte auf Basis
ihrer antrainierten Daten zu erzeugen. Mit großen Datenmengen trainierte Sprach-
modelle wie GitHub Copilot und OpenAI GPT können durch diese Algorithmen
menschenähnliche Ausgaben und damit Texte, Bilder und Audio generieren.26 Im
23Vgl. Deh19.
24Vgl. AWS23a.
25Vgl. Ula23.
26Vgl. Tau25, S.25ff.
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Kontext der Datenplattform eröffnen sich durch diese Innovation Potentiale, gene-
rative KI in verschiedenen Funktionsbereichen anzuwenden. Ein Potential ist die
Nutzung generativer KI im Bereich der Entwicklung. Durch KI Assistenten können
unter anderem Programmcode und SQL generiert, Dokumente durchsucht, Fehler
identifiziert, Dokumentation erstellt und Passagen verbessert werden. Auch im Be-
reich der Migration bestehen Potenziale, beispielsweise bei der Übersetzung alter
Programme in neue Programmiersprachen oder Frameworks. Diese Funktionen können
die Produktivität der Entwickelnden steigern und unbeliebte Aufgaben erleichtern.
Eine von der Princeton University, dem MIT und der University of Pennsylvania
durchgeführte Studie untersuchte die Auswirkungen von generativer KI auf die Arbeit
von fast 5000 Entwickelnden bei Microsoft, Accenture und einem anonymen Unter-
nehmen. Im Rahmen der durchgeführten Studie konnte eine signifikante Steigerung
der Produktivität festgestellt werden. Diese Steigerung wurde anhand der erledigten
Aufgaben (Pull-Requests) gemessen und betrug 26 Prozent. Unter Berücksichtigung
der Einteilung in Junior- und Seniorpositionen konnte eine Steigerung von 40 Prozent
erzielt werden.27 Eine weitere Studie von Mitarbeitenden des Unternehmens Jetbrains
hat eine Gruppe von fast 500 Entwickelnden befragt, ob und in welchem Kontext
sie generative KI anwenden. Die Studie von Jetbrains ergab, dass ca. 84 Prozent
der Befragten einen KI Assistenten mindestens gelegentlich nutzen. Bei der Befra-
gung der Anwendungsgebiete stachen insbesondere die Generierung von Tests und
natürlicher Sprache hervor. Natürliche Sprache findet sich häufig in Dokumentationen
und Zeilenkommentaren.28 Neben den Entwicklungsaufgaben kann generative KI
auch als Transformationsschritt in den Datenstrecken genutzt werden. Dazu können
durch die Sprachmodelle unter anderem unstrukturierte Daten wie Audiodateien
transkribiert, Textpassagen kategorisiert oder Daten anonymisiert werden. Ein weite-
rer Anwendungszweck ist die Bereitstellung von Sprachmodellen zur Interaktion mit
den Daten der Datenplattform. Durch Chat-Applikationen können Nutzende mit der
generativen KI und damit indirekt auf Basis menschlicher Sprache mit den Daten
interagieren.29 In Bezug auf den Einsatz generativer KI ist jedoch zu berücksichtigen,
dass im Umgang mit Datenschutz und sensiblem Quellcode der Datenschutz beach-
tet werden muss. Ebenso können die generierten Ausgaben nicht immer vollständig

27Vgl. Cui+24, S.10ff.
28Vgl. Ser+24, S.11ff.
29Vgl. Edj+24, S.5ff.
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korrekt sein. Im Kontext der aktiven Nutzung können diese Fehler schnell behoben
werden. Beim Einsatz von automatisierten Transformationen und bei der Interaktion
mit internen sowie externen Kunden sollten die Ausgaben jedoch überwacht werden.
Insgesamt ist festzustellen, dass der Einsatz generativer KI einen Mehrwert bei der
Entwicklung der Datenstrecken und bei der Arbeit mit den Daten der Datenplattform
bietet. Diese Erkenntnis legt nahe, Funktionen für die Einbindung von KI Assistenten
sowie die Bereitstellung eigener Sprachmodelle beim Aufbau der Datenplattform zu
berücksichtigen.
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Das Modern Data Warehouse ist eines der relevanten Konzepte zur Umsetzung von
Analysesystemen. Als Erweiterung der klassischen Data Warehouse (DWH) Archi-
tektur soll das Modern Data Warehouse moderne Anforderungen durch skalierbare
Systeme und innovative Funktionen lösen. Kapitel 4.1 gibt einen kurzen Überblick
über das Konzept des Modern Data Warehouse. In Kapitel 4.2 wird die Architektur
zum Aufbau des Modern Data Warehouse dargestellt und erläutert. Data Lakes und
DWHs basieren auf unterschiedlichen Ansätzen. Kapitel 4.3 beschreibt die Unterschie-
de und die Synergien beider Systeme. Um aktuelle Anforderungen erfüllen zu können,
bieten moderne DWH Systeme eine Auswahl an Funktionen, welche die klassischen
SQL Operationen übersteigen. Kapitel 4.4 beschreibt die relevantesten Funktionen,
welche aktuelle Technologien derzeit anbieten.

4.1 Überblick

Der Aufschwung der Cloudtechnologien hat auch zu Innovationen im Bereich der
DWHs geführt. Dabei profitieren Cloud DWHs besonders von den Skalierungsmöglich-
keiten, mit denen das DWH an die aktuellen auch untertägigen Anforderungen flexibel
angepasst werden kann. Zu den klassischen Anforderungen der Datenaufbereitung sind
auch neue hinzugekommen. Die Datenmengen haben sich vervielfältigt, Innovationen
wie KI, neue Datenformate und auch Streaming erforderten neue Lösungen, welche
in die etablierten Auswertungssysteme integriert werden sollten. Die Begrifflichkeit
des „Modern Data Warehouse“ bezieht sich vor allem auf die Nutzung des etablier-
ten DWH Konzepts, welches mit modernen Technologien erweitert wird, um auch
neue Anforderungen abdecken zu können.1 Diesen Bedarf haben auch die Hersteller

1Vgl. Ser24b, S.48.
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erkannt und die Möglichkeiten der bisherigen DWHs erweitert. Moderne DWHs sind
in der Lage, komplexere Datenformate einzulesen und mit Data Lake und Streaming
Systemen zu interagieren sowie KI Funktionalitäten einzusetzen.2

4.2 Architektur

Abbildung 4.1: Architektur Modern Data Warehouse

Abbildung 4.1 zeigt den Fluss der Daten von den Datenquellen über den Data Lake
und das DWH hinweg bis zur Bereitstellung an die analytischen Konsumenten. Die
zur Auswertung benötigten Daten können aus einer Vielzahl an Systemen und in
beliebigen Datenformaten abgefragt oder angeliefert werden. Im Verhältnis zu den
Datenbanksystemen sind Objektspeicher eine günstige Alternative und werden zum
Aufbau des Data Lakes genutzt. Der Data Lake dient dabei als Speicher der Rohdaten
aus den Quellsystemen und zur Archivierung von historischen Daten. Anschließend
können die Daten aufbereitet werden. Im nächsten Schritt findet eine Standardisierung
statt, welche vorsieht, dass die Daten in ein einheitliches Format sowohl in Bezug auf
die Datei als auch den Inhalt der Daten gebracht wird. Dabei werden Spaltennamen
mit gleichem Inhalt von unterschiedlichen Systemen angeglichen, Datumsformate
vereinheitlicht und in die gleiche Zeitzone überführt, sowie der Informationsgehalt
der Daten geprüft und bereinigt. Im Anschluss können die Daten für die analytischen

2Vgl. How20, S.1f.
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Systeme angepasst und bereitgestellt werden. Dabei werden die Daten so model-
liert, dass sie die Anforderungen des jeweiligen Systems oder Unternehmensbereichs
erfüllen können. Unter anderem können erforderliche Kennzahlen, die regelmäßig
benötigt werden, vorberechnet werden und stehen direkt zur Abfrage zur Verfügung.
Anwendungszwecke im Machine Learning und KI Bereich können sowohl auf die
Rohdaten, als auch auf aufbereitete Daten zugreifen und so Modelle antrainieren
und Vorhersagen aufstellen, mit denen im Anschluss die Daten für die analytischen
Systeme angereichert werden können. Die Standardisierung der Bereinigung der Daten
kann ebenso in mehreren Teilschritten erfolgen und ist sowohl im Data Lake als auch
im DWH abbildbar.

4.3 Synergie zwischen Data Lake und Data
Warehouse

Data Lakes und DWHs basieren auf divergierenden logischen Ansätzen hinsichtlich
der Speicherung und Bereistellung von Daten. Während Data Lakes einen Bottom-
Up-Ansatz verfolgen, werden im DWH Daten nach dem Top-Down-Ansatz behandelt.
Die Unterschiede zwischen beiden Ansätzen werden im Folgenden dargelegt:

Bottom-Up / Schema-on-Read Data Lakes funktionieren nach dem Bottom-Up-
Ansatz. Bei diesem Ansatz werden die Daten zuerst gespeichert und anschließend
strukturiert. Das Schema der Daten wird erst beim Einlesen festgelegt, dies wird
als „Schema-on-Read“ definiert. Der Ansatz ermöglicht es, Daten mit einer hohen
Flexibilität im Data Lake zu speichern und anschließend die Auswertung zu beginnen.
Gerade in Bereichen wie Data Science und Machine Learning Entwicklung kann dies
zu wesentlich schnelleren Iterationen führen, da vor der Festlegung der Zweckmäßigkeit
der Daten keine aufwendige Aufbereitung eines Datenmodells stattfinden muss. Der
Bottom-Up-Ansatz dient vor allem prädiktiven und präskriptiven Analysen, welche
auf Basis historischer Werte Auswertungen und Maßnahmen zu möglichen zukünftigen
Werten aufstellen.3

3Vgl. Ser24b, S.97f.
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Top-Down / Schema-on-Write Der Top-Down-Ansatz beschreibt das Vorgehen
im DWH. Die Anwendungsfälle des Top-Down-Ansatzes beziehen sich vor allem auf
die deskriptive und diagnostische Analyse. Dabei werden die Daten genutzt, um
die Vergangenheit zu beschreiben und zusammenzufassen. Auf dieser Basis können
Entscheidungen für die Zukunft getroffen werden. Dabei bestimmt der Anwendungsfall
die Zweckmäßigkeit der Daten, welche im Anschluss gesammelt und aufbereitet
werden.4 Durch ein „Schema-on-Write“ muss das Schema der Daten vor dem Schreiben
in die Datenbank definiert werden. Ein vordefiniertes Schema sorgt vor allem dafür,
dass die Daten in einer angemessenen Qualität und im richtigen Format vorliegen
und somit bei der Auswertung fehlerhafte Zustände vermieden werden.5

Da beide Ansätze Vorteile für unterschiedliche Anwendungsfälle und Analysezwecke
bieten, wird deutlich, dass die Anwendung beider Systeme als gemeinsame Daten-
architektur die Möglichkeiten im Datenkontext erhöht. Der Data Lake ermöglicht
es, Daten flexibel in kurzen Iterationen aus den Quellsystemen zu sammeln. Auf
dieser Basis können Data Science und experimentelle Analysen schnell durchgeführt
werden, ohne einen Modellierungszyklus durchlaufen zu müssen. Für regelmäßige
vordefinierte Auswertungen können die Daten anschließend aus dem Data Lake in das
DWH überführt werden, wo sie für die entsprechenden Analysesysteme bereitstehen.
Moderne DWH Technologien bieten entsprechende Möglichkeiten, den Aufwand zur
Abfrage und Integration von Daten aus dem Data Lake zu reduzieren.

4.4 Moderne Funktionen

Im Kontext der modernen analytischen Anforderungen und der neuen technologi-
schen Möglichkeiten wurde der Funktionsumfang des DWH erweitert. Durch moderne
Ansätze wird die Konnektivität zu Data Lake Systemen, Streaming und operativen
Datenbanken verbessert. Ebenso besteht durch die Flexibilität der Cloud die Möglich-
keit, das Data Warehouse System mit mehr Ressourcen auszustatten oder über ein
Cluster in mehreren Servernknoten zu betreiben. In der nachstehenden Ausführung
werden die Funktionalitäten näher beschrieben:

4Vgl. Ser24b, S.80ff.
5Vgl. Rei23, S.271.
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Serverless Cloud-Anbieter stellen Lösungen bereit, welche die Auslagerung der
Bereitstellung von Data Warehouse Technologien ermöglichen. Der Betrieb und die
Wartung des Backends werden abhängig vom Servicemodell des Cloud-Anbieters
durchgeführt. Dies spart Zeit in der Administration. Ebenso können Versionsupdates
schneller durchgeführt werden.6

Horizontale und Vertikale Skalierung Die Flexibilität der Cloud ermöglicht
es, die Ressourcen des Data Warehouse Systems den Anforderungen entsprechend
zu skalieren. Speicher und Rechenleistung können den aktuellen Gegebenheiten an-
gepasst werden. Einige Datenbanksysteme bieten die Funktionalität des Massively
Parallel Processing (MPP). Dabei wird die Rechenleistung über mehrere Serverknoten
aufgeteilt und kann somit horizontal skaliert werden. Im Falle einer Berechnung,
die einen erhöhten Ressourcenbedarf aufweist, besteht die Möglichkeit, zusätzliche
Knoten hinzuzufügen und diese anschließend wieder zu entfernen.7

Konnektoren zu modernen Datenquellen Die Datenquellen im aktuellen analy-
tischen Umfeld umfassen nicht nur die operativen Datenbanken und API-Schnittstellen,
sondern auch Objektspeicher und Streaminglösungen. Durch den Funktionsumfang der
Modern DWHs können diese Quellen auf unterschiedliche Weisen zugänglich gemacht
werden. Diese Funktionen umfassen die Möglichkeit, die Daten nahtlos in das DWH
zu integrieren, aber auch aus dem analytischen System direkt auf die Datenquellen
zuzugreifen. Durch „Query Federation“ können Anfragen über die Schnittstelle des
DWH direkt an die Quelldatenbanken und Objektspeicher gesendet, ausgewertet und
den Anfragenden zur Verfügung gestellt werden, ohne eine Integration der Daten
im DWH zu benötigen. Durch „Zero-ETL“ können die Daten ohne Zwischenschritt
direkt aus den Datenquellen in das DWH übertragen werden. Neben Datenbanken
und Objektspeichern können auch Streamingquellen direkt aus dem DWH abgefragt
und integriert werden.8

6Vgl. VZ22, S.622ff.
7Vgl. Ser24b, S.136ff.
8Vgl. AWSa.
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Spaltenorientierte Speicher In operativen Anwendungsfällen ist oft eine gezielte
Identifizierung und Verarbeitung einzelner Datensätze erforderlich. Bei analytischen
Zwecken hingegen werden vor allem größere Mengen an Daten gemeinsam abgefragt
und aggregiert. Um analytische Daten schneller abfragen und auswerten zu können,
bieten moderne DWHs die Möglichkeit, die Daten in einem spaltenorientierten Format
abzuspeichern. Im Gegensatz zu den zeilenorientierten Speicherformaten werden
Datensätze nicht pro Zeile, sondern pro Spalte zusammengeführt. Dies hat den Vorteil,
dass bei einer Selektion von Spalten alle anderen Spalten ignoriert werden können
und sich der Lesedurchsatz stark verringert. Da Spalten meistens sehr ähnliche Werte
aufweisen, kann der Speicherbedarf durch die Kompression stark verringert werden.
Die spaltenorientierte Kompression benötigt nur ein Zehntel des zeilenbasierten
Speicherbedarfs. Durch die erhöhte Kompression, die reduzierte Datenmenge und
generelle Ablageform der Daten kann das spaltenorientierte Format bei analytischen
Anwendungsfällen die Auswertungsgeschwindigkeit signifikant erhöhen.9

Code & Machine Learning Durch zusätzliche Laufzeitumgebungen vor allem in
Python und R können Datensätze flexibel über die SQL Funktionalitäten hinaus durch
die Datenbankschnittstelle verarbeitet werden. Dies ermöglicht ebenso die Nutzung
von Machine Learning Algorithmen, die innerhalb der jeweiligen Programmiersprache
zur Verfügung stehen.10

9Vgl. Azu24b.
10Vgl. Azu23.
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Um den Herausforderungen des Modern Data Warehouse (Kap. 4) zu begegnen, wurde
das Data Lakehouse Konzept entwickelt. Das Data Lakehouse kombiniert die Vorteile
des Data Lakes und des DWH in einem einheitlichen System. Kapitel 5.1 gibt einen
Überblick über das Konzept und führt die wichtigsten Aspekte auf. Die Architektur
des Data Lakehouse wird in Kapitel 5.2 aufgeführt. Ein wichtiger Bestandteil der
Architektur und aktueller Technologien sind die modernen Tabellenformate. Das
Konzept und die Funktionsweise der modernen Tabellenformate werden in Kapitel
5.3 vertieft.

5.1 Überblick

Die Entwicklungen des Data Lake und Modern DWH haben zu einer Lösung geführt,
die sowohl die Integration der Rohdaten für Data Science Anwendungsfälle als auch
das Reporting über das DWH ermöglicht. Die Modern DWH Architektur birgt jedoch
auch Herausforderungen, welche die Umsetzung und Wartung erschweren. Der Aufbau
des Systems auf zwei unterschiedlichen Technologien mit zwei Verwaltungssystemen
resultiert in einer komplexen und wartungsintensiven Infrastruktur. Zur Bewältigung
dieser Herausforderungen wurde das Konzept des Data Lakehouse entwickelt, welches
eine Vereinigung beider Systeme in einer kompatiblen Architektur anstrebt. Das
Data Lakehouse reduziert den Aufwand für die Pflege von zwei Systemen. Die Daten
werden ausschließlich im Data Lake gespeichert, von wo aus eine Übertragung in das
DWH nicht mehr erforderlich ist. Eine Governance Schicht ermöglicht die Verwaltung
der Berechtigungen über den Data Lake. Zudem ermöglichen neue Datenformate
datenbankähnliche Transaktionen, die bisher im Data Lake nicht möglich waren.
Durch das einheitliche System werden die Kosten für das DWH eingespart und damit
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die Wartungskosten erheblich reduziert.1 Gemäß Bill Inmon ist die Realisierung eines
Data Lakehouse anhand der folgenden Aspekte möglich:2

Data Lake als Grundlage Der Data Lake bietet eine kosteneffiziente Methode,
unterschiedliche Formate von Daten zu speichern. Daher kann der Data Lake auch wei-
terhin als Datenspeicher für strukturierte und unstrukturierte Daten genutzt werden.
Es ist nicht notwendig, die Daten in ein weiteres Speichermedium zu überführen.

Verlässlichkeit und Qualität des Data Lakes erhöhen Funktionalitäten für
Transaktionen und Schemaverwaltung sollen die Verlässlichkeit des Data Lakes erhö-
hen. Durch die Unterstützung von ACID Transaktionen wird sichergestellt, dass das
Schreiben und Lesen der Daten auch im parallelen Betrieb konsistent und zuverlässig
durchgeführt werden kann. Eine Schemaverwaltung ermöglicht die Modellierung von
Daten und verbessert die Abfrage aus analytischen Systemen. Über Schemaevolution
können Datentypen, Spaltennamen und Reihenfolgen angepasst und so auf Änderun-
gen der Datengrundlage reagiert werden. Eine Automatisierung der Schemaverwaltung
vereinfacht den Prozess zusätzlich.

Sicherheit und Überwachung im Data Lake Über die Daten im Data Lake
kann eine Historie aufgebaut werden, die eine Nachverfolgung von Änderungen zulässt.
Dies kann auch dazu genutzt werden, auf ältere Zustände der Daten zurückzuwechseln
oder die Änderungen explizit in weiteren Transformationen wiederzuverwenden. Eine
rollenbasierte Zugrisskontrolle sichert den Data Lake ab und vereinfacht die Verwaltung
der Rechte.

Performanzoptimierung Neue Methoden zur Speicherung und Strukturierung der
Daten im Data Lake verbessern die Lese- und Schreibgeschwindigkeiten für analytische
Zwecke.

1Vgl. HD24, S.14ff.
2Vgl. Inm21, S.25ff.
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Unterstützung von Machine Learning Die neuen Funktionalitäten dienen nicht
nur der allgemeinen Analyse, sondern ermöglichen auch eine effizientere Nutzung
von Prozessen bei der Entwicklung und dem Einsatz von Machine Learning. Durch
die Historisierung kann der Zustand der Daten, auf dem ein Modell trainiert wurde,
einfacher nachvollzogen werden. Die Verbesserung der Schemaverwaltung erhöht die
Qualität der zugrundeliegenden Daten und stellt API-Schnittstellen zur Verfügung,
über welche die Daten leichter zugänglich sind.

Offene Datenformate Gegenüber den proprietären Datenformaten der Data Ware-
house Anbieter basiert die Datengrundlage im Data Lake und damit auch im Data
Lakehouse auf offenen Datenformaten und API-Schnittstellen. Die Daten sind über
eine Vielzahl von Technologien zugreifbar und können direkt aus dem Data Lake
abgefragt werden.

Die aufgeführten Punkte verdeutlichen, dass das Data Lakehouse die positiven Eigen-
schaften von Data Lake und Data Warehouse miteinander vereinheitlichen möchte.
Zu diesem Zweck ist der Einsatz neuer Technologien erforderlich, die die Erfüllung
der gestellten Anforderungen gewährleisten können.

5.2 Architektur

Abbildung 5.1 zeigt die Komponenten einer Data Lakehouse Architektur. Die Daten
werden im Data Lake vorgehalten und über den Metadaten-Katalog und die Query-
APIs zugänglich gemacht. Nachfolgend wird näher auf die einzelnen Komponenten
eingegangen:

Heterogene Datenformate Der Data Lake Speicher ermöglicht das Speichern
einer hohen Variation an Datenformaten. Dies umfasst sowohl strukturierte Daten wie
„CSV“ und „JSON“ Dateien, als auch semi- und unstrukturierte Daten wie Bilder,
Aufnahmen und Texte. Für alle diese Formate bietet der Data Lake Speicher eine
günstige, skalierbare und redundante Lösung.
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Abbildung 5.1: Data Lakehouse Architektur [In Anlehnung an Shi24, S.14]

Moderne Tabellenformate Eine Datenbank dient nicht nur dem Speichern von
Daten, sondern bietet auch eine Reihe an zusätzlichen Funktionalitäten, welche die
Daten verwalten und optimieren. Moderne Tabellenformate erweitern die im Data
Lake gespeicherten Datenformate um transaktionale Operationen, Versionierung und
Historisierung. Moderne Tabellenformate werden in Kapitel 5.3 weiter vertieft.

Metadaten-Katalog Die Komponente des Metadaten-Katalogs umfasst die Ver-
waltung der Schemata und Zugriffe auf die Daten im Data Lake. Er speichert die
Dateipfade und die Schemata sowie zusätzliche Metadaten, die für die Funktionalitä-
ten der modernen Tabellenformate notwendig sind. Der Metadaten-Katalog verwaltet
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außerdem den Zugriff auf die Daten. Die Konsumenten authentifizieren sich nicht
gegen den Dateispeicher, sondern gegen den Katalog, welcher den Zugriff weiterleitet.
Dies zentralisiert die Zugriffskontrolle in einer einzigen Technologiekomponente.

Query-APIs Das Data Lakehouse sieht eine standardisierte Zugriffsschnittstelle
für die Daten im Katalog über die Query-API Komponente vor. Sie ermöglicht den
Konsumenten, sowohl über SQL als auch Programmiersprachen mit den Daten im
Lakehouse zu interagieren. Über die Query-APIs können die Daten im Lakehouse
transformiert und abgefragt werden.

Das DWH wird in der aufgeführten Data Lakehouse Architektur hauptsächlich durch
die Query-APIs, den Metadaten-Katalog und die Moderne Tabellenformate ersetzt.
Sie sorgen dafür, dass die Vorteile einer Datenbank gegenüber einem Objektspeicher
auch auf dem Data Lake direkt angewendet werden können, ohne die Daten zusätzlich
in eine weitere Technologie übertragen zu müssen.

5.3 Moderne Tabellenformate

Ein Data Lake ist eine Ansammlung vieler Dateien, welche unter anderem auch
Tabellen abbilden können. Im Kontext großer Datenmengen werden die Tabellen
auf mehrere Dateien partitioniert, um so parallele Auswertungen zu ermöglichen.
Um die Daten im Data Lake besser auswerten zu können, hat Facebook 2009 das
SQL Framework „Hive“ entwickelt. Über die SQL-Sprache „HiveQL“ können Trans-
formationen gegen den Data Lake mit unterschiedlichen Hadoop-Technologien wie
„Spark“,„Tez“ und „MapReduce“ ausgeführt werden. Eine weitere Komponente ist
das Hive-Datenmodell und der Hive-Metastore. Der Hive-Metastore speichert das
Datenmodell und stellt es für die Abfragedienste zur Verfügung. Die Abfragedienste
erhalten die Information, unter welchem Pfad eine Tabelle im Data Lake abgespeichert
ist und in welchem Format die Tabelle vorliegt.3

Abbildung 5.2 veranschaulicht die Komponenten des Hive-Metastores. Das Metastore-
Modell besteht aus Datenbanken, Tabellen und Partitionen. Die Datenbank beschreibt

3Vgl. ASF.
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Abbildung 5.2: Hive-Metastore [In Anlehnung an Shi24, S.18]

den Namensraum, über den die Tabellen abgerufen werden können und bildet eine
administrative Einheit. Die Tabellen beinhalten Informationen unter anderem zu
Spalten, Datentypen, Dateiformat und Speicherpfad. Mithilfe der Partitionen werden
die Dateien eingeteilt, innerhalb neuer Partitionen können neue Spalten enthalten sein,
dies wird im Metadaten-Modell entsprechend abgebildet. Der Abfragedienst, kann den
Metastore nutzen, um über den Namensraum der Datenbank und Tabellennamen die
benötigten Metainformationen abzufragen. Diese können anschließend genutzt werden,
um die Daten im Data Lake abzufragen. Damit wird das „Schema-on-Read“ Prinzip im
Metastore zentralisiert. Die einzelnen Dienste müssen nicht wissen, wo und in welchem
Schema die Daten im Data Lake abgelegt sind, sondern können die Informationen
dynamisch aus dem Metastore abrufen. Die Partitionen im Hive-Datenmodell werden
über die Subordner im Data Lake beschrieben. Über die Abfrage können die Partitionen
eingegrenzt und anschließend gezielt ausgelesen werden. Wird nur ein Teilbereich
der Daten benötigt, welcher über eine Partition abgebildet ist, wird so vermieden,
dassmandie gesamte Tabelle einlesen muss. Dies reduziert den Datentransfer und
Transformationsaufwand besonders bei sehr großen Tabellen erheblich.
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Auch wenn das Hive Framework einige Verbesserungen in Bezug auf die Datenverwal-
tung im Data Lake bietet, reicht es nicht aus, um die Prinzipien des Data Lakehouse zu
erfüllen und ein Data Warehouse zu ersetzen. Transaktionale Oparationen werden von
HiveQL unterstützt, sind jedoch stark limitiert und mit externen Diensten außerhalb
von Hive kaum nutzbar.4 Um die Nachteile des Hive-Datenmodells auszubessern
wurden neue Tabellenformate entwickelt, die das Schreiben von konsistenten Daten
verbessern und flexible effiziente Aktualisierungen der Daten und deren Schemata
zulassen. Zu den verbreitetsten modernen Tabellenformaten zählen „Delta Lake“ von
Databricks „Apache Iceberg“, welches ursprünglich von Netflix entwickelt wurde und
„Apache Hudi“, welches aus einem Projekt von Uber entstanden ist. Grundsätzlich
verfolgen alle Tabellenformate ähnliche Ziele und weisen nur minimale Unterschiede
auf.5 Die modernen Tabellenformate ersetzen nicht die ursprünglichen Dateiformate,
sondern fungieren als Meta-Schicht zwischen der Anwendung und den Dateien. Abbil-
dung 5.3 zeigt die Architektur von Apache Iceberg und verdeutlicht die Funktionsweise.
Die Architektur lässt sich in vier Komponenten aufteilen:6

Manifest file In der Manifest-Datei sind die Verweise auf einzelne Dateien gespei-
chert. Neben den Dateipfaden werden auch zusätzliche Metadaten wie Statistiken
angelegt, die Anwendungen eine effektivere Abfrage ermöglichen.

Manifest list Die Manifest-Liste verweist auf die jeweiligen Manifest-Dateien, die
zu einem Snapshot gehören. Der Snapshot ist dabei eine Version der Tabelle, die mit
jeder Transaktion angelegt wird.

Metadata file Die Metadaten-Datei enthält das Schema, die Partitionen und
verweise auf aktuellen Snapshots, die wiederum auf ihre zugeteilten Manifest-Listen
verweisen.

4Vgl. Shi24, S.17ff.
5Vgl. Ser24b, S.207f.
6Vgl Shi24, S.23.
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Abbildung 5.3: Apache Iceberg Architektur [In Anlehnung an Shi24, S.22]

Iceberg Catalog Der Iceberg Catalog katalogisiert ähnlich wie der Hive-Metastore
die Tabellen im Data Lake. Die im Katalog gespeicherten Metadaten verweisen jedoch
nicht auf die Dateipfade, sondern auf den Pfad der aktuellen Manifest-Datei.

Die Komponenten der Apache Iceberg Architektur ermöglichen es, die Dateien flexibler
zu transformieren. Neue Daten einer Partition erfordern nicht mehr das gesamte
Überschreiben einer Partition, sondern erweitern die Einträge in den Manifest-Dateien.
Ältere Dateien bleiben erhalten und ermöglichen alte Zustände der Tabelle weiterhin
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nachvollziehen zu können. Im Folgenden werden die Hauptfunktionlitäten von Apache
Iceberg aufgeführt:

ACID Transactions Operationen mit Apache Iceberg sind ACID-Konform. Das
Löschen und Schreiben von Daten wird atomar in einer Transaktion ausgeführt.
Über optimistisches Locking können mehrere Anwendungen gleichzeitig die Tabellen
schreiben und lesen. Lesende greifen nur auf die erfolgreich freigegebenen Zustände
der Tabelle zu. Über Snapshots und serialisierte Isolierung werden die Transaktionen
voneinander getrennt und stellen sicher, dass lesende Anwendungen auf konsistente
Daten und abgeschlossene Transaktionen zugreifen können.

Partition & Schema Evolution Die Metadaten Architektur von Apache Iceberg
bietet die Möglichkeit, dass Schema und die Partitionierung von den Tabellen zu
ändern. Dabei können die Tabellenspalten erweitert, gelöscht und sortiert werden. Die
Datentypen können ebenfalls angepasst werden. Neue Anforderungen benötigen unter
Umständen eine Restrukturierung der Partitionen einer Tabelle. Durch die Partition
Evolution können auch Änderungen an der Partitionierung durchgeführt werden, ohne
alle Daten neu schreiben zu müssen. Änderungen an Schema und Partitionierung
werden in den Metadaten festgehalten und steuern den Zugriff auf alte und neue
Daten. Physisch werden die Änderungen erst angewendet, wenn die Daten durch
Operationen neu geschrieben werden müssen.

Hidden partitioning Durch das Hidden partitioning können transformierte Spal-
ten als Partitionierungsgrundlage genutzt werden, ohne physisch neue Spalten in
die Tabelle für diesen Zweck einfügen zu müssen. Tabellen weisen häufig Spalten
für Zeitstempel auf. Üblicherweise werden diese je nach Granularität auf Jahres- bis
Tagesbasis partitioniert. Durch das Hidden Partitioning werden nur die notwendigen
Transformationen in den Metadaten gespeichert und auf Speicherung der Daten
angewendet. Filterungen auf die reale Spalte wie den Zeitstempel, werden durch die
Metadaten auf die definierten Partitionen transformiert und reduzieren die ausge-
lesenen Daten. Dadurch können die Tabellen intuitiv ausgelesen werden, ohne dass
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die auslesende Person das Konzept der partitionierten Tabelle direkt nachvollziehen
muss.

Row-level table operations Durch Operationen auf Zeilenebene können Daten
überschrieben werden ohne große Datenmengen direkt neu schreiben zu müssen.
Hierzu bietet Apachen Iceberg zwei Optionen an. Durch „Copy-on-write“ werden die
Daten auf Dateiebene kopiert und überschrieben. „Merge-on-read“ hingegen schreibt
Löscheinträge in zusätzliche Dateien. Lesende Anwendungen setzen die Löscheinträge
mit den ursprünglichen Daten beim Lesen zusammen. Je nach Operation referenzieren
die Löscheinträge einzelne Zeilen oder größere Spannen.

Time travel & rollback Änderungen der Daten, werden durch neue Daten reali-
siert, während alte Einträge bestehen bleiben. Jede Operation schreibt Metadaten und
Snapshots, welche auf die relevanten Dateien verweisen, aus denen sich die Version
der Tabelle zusammensetzt. Die Abfrage von älteren Snapshots ermöglicht somit
den Zugriff auf alte Zustände der Tabelle und auch ein Zurücksetzen des aktuellen
Zustands auf eine alte Version. Um den Speicher nicht zu sehr zu belasten, wird
empfohlen, nur eine bestimmte Anzahl an Snapshots vorzuhalten und ältere Einträge
regelmäßig zu löschen. Entsprechende Operationen werden durch Apache Iceberg
angeboten.

Neben Apache Iceberg bieten auch Delta Lake und Apache Hudi ähnliche Funktiona-
litäten, welche die gleichen Zwecke erfüllen. Die Nutzungsentscheidung des jeweiligen
Frameworks wird zum aktuellen Zeitpunkt vor allem durch den technologischen
Kontext bestimmt, da die jeweiligen Anbieter ihr jeweiliges favorisiertes Framework
besser unterstützen als die anderen. Zusätzlich gibt es neue Umsetzungen wie „Delta
Uniform“ und „Apache XTable“, welche die Interoperabilität zwischen den Formaten
steigern sollen.7

7Vgl. Lee+24, S.122.
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Durch den wachsenden Bedarf im Unternehmen, datengetriebene Entscheidungen
treffen zu können, hat sich die Auslastung der zentralisierten Datenteams erhöht. Um
die Anforderungen an die Datenplattform skalierbar umzusetzen, wurde das Data
Mesh Konzept entwickelt. Kapitel 6.1 gibt einen Überblick über den Ansatz des Data
Mesh und welche Herausforderungen durch das Konzept gelöst werden sollen. Ein
zentraler Bestandteil des Konzepts sind die Data Mesh Prinzipien, diese werden in
Kapitel 6.2 eingehender behandelt. Um einen Rahmen zur Anwendung der Prinzipien
bereitzustellen, wird in Kapitel 6.3 die logische Architektur des Data Mesh im Kontext
der Prinzipien aufgeführt. Das theoretische Konstrukt des Data Mesh muss sich der
praktischen Anwendung und dem aktuellen Stand der Technologien gegenüberstellen.
In Kapitel 6.4 werden die in der Anwendung entstehenden Herausforderungen und
praxisnahe Abwandlungen aufgeführt.

6.1 Überblick

Data Mesh ist ein dezentraler soziotechnischer Ansatz, der definiert, wie Daten im
Unternehmen bereitgestellt, zugreifbar und verwaltet werden können. Es stellt ein
Paradigma dar, welches sich auf die Datenstrategie, die Unternehmensarchitektur und
das organisatorische Betriebsmodell eines Unternehmens auswirken kann.1 Anders als
das Modern Data Warehouse und die Lake House Architekturen ist das Data Mesh
nicht nur ein technischer Ansatz, sondern beeinflusst auch den Aufbau und Betrieb
der Teams.

1Vgl. Deh23, S.45ff.
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Mit dem Data Mesh sollen Limitationen und die im Folgenden beschriebenen Heraus-
forderungen der anderen Architekturen gelöst werden.2

Zentralisiert und Monolitisch Das Hauptziel einer Datenplattform ist es, Daten
aus verschiedenen Quellen zu integrieren, aufzubereiten und zu Analysezwecken an-
zubieten. Bei den bisherigen Daten Architekturen geschieht dieser Prozess in einer
zentralen monolithischen Datenplattform, wo Daten zu unterschiedlichen Anwendungs-
fällen in einer Plattform integriert werden. Ein zentrales Datenteam steht jedoch vor
der Herausforderung, die Anwendungsfälle zu skalieren. Die Anzahl der Datenquellen
kann einer kontinuierlichen Zunahme unterliegen, was eine zeitaufwendige Integration
in die Datenplattform erfordert. In einigen Anwendungsfällen besteht zudem der
Bedarf, schnelle Innovationszyklen zu erzielen und damit eine flexible Möglichkeit, die
Daten an verschiedenen Reifegraden und Transformationsschritten zu analysieren und
zu transformieren. Sobald das zentrale Datenteam die Anforderungen der anderen
Abteilungen nicht mehr in einem angemessenen Zeitraum lösen kann, entsteht Reibung
im Unternehmen.

Abhängige Unterteilung der Architektur Damit ein System skaliert werden
kann, müssen Komponenten gefunden werden, welche sich unabhängig entwickeln
und bereitstellen lassen. Die Komponenten können anschließend von einzelnen Teams
entwickelt und betreut werden. Mit einer Sicht auf eine Datenstrecke von den Daten-
quellen bis hin zur Bereitstellung, welche sich in einer zentralisierten Datenplattform
befindet, lässt sich die Strecke in die Datenabfragen, Aufbereitung und Bereitstellung
trennen. Diese Schritte können von mehreren Teams entwickelt und in die Datenplatt-
form integriert werden. Aufkommende Anforderungen an die bereitgestellten Daten
lassen sich jedoch anschließend nicht unabhängig von den Teams skalieren, da die
Verarbeitungskomponenten abhängig voneinander sind. Dies erfordert die Absprache
und Zusammenarbeit zwischen den Teams. Daher ist die Datenverarbeitungsstrecke
mit allen Verarbeitungsschritten die geringstmögliche Komponente, die unabhängig
skaliert werden kann.

2Vgl. Deh19.
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Isolierte & über-spezialisierte Zuständigkeit Bei zentralisierten Datenarchi-
tekturen sind die jeweiligen Teams zur Erzeugung und zur Auswertung der Daten
voneinander getrennt. Die unterschiedlichen Anforderungen und Ziele der einzelnen
Teams führen dazu, dass für eine qualitativ hochwertige Gesamtstrecke eine hohe Ab-
stimmung benötigt wird. Die Teams der Datenquellen haben nicht die Priorität, dass
ihre Daten möglichst einfach auszuwerten sind und müssen anschließend mit einem
hohen Aufwand aufbereitet werden. Die Teams zur Verarbeitung der Daten können
nicht die gleiche fachliche Expertise der Anwendungsfälle erzielen, wie die Teams an
der Quelle und der Auswertung, da sie ein breites Spektrum an unterschiedlichen
Anwendungsfällen betreuen müssen. Die Auswertungsteams sind letztlich abhängig
davon, dass die vorherigen Teams, die für ihre gewünschten Analysen erforderlichen
Daten bereitstellen und aufbereiten. Der Gesamtprozess erfordert daher eine Ab-
stimmung zwischen den Datenquellen, der Verarbeitung und der Auswertung mit
unterschiedlichen Prioritäten führt dazu, dass die Teams auf das jeweils vorausgesetzte
Team warten müssen und die finalen Erkenntnisse nur langsam zu erreichen sind.

Die genannten Herausforderungen, welche mit den zentralen Datenarchitekturen
einhergehen, umschreiben den Zustand von starren Prozessen und einer nur schwer
skalierbaren Architektur, in der viele unterschiedliche Teams mit unterschiedlichen
Prioritäten voneinander abhängig sind. Die Data-Mesh-Architektur etabliert daher
Konzepte, welche die Datenprojekte dezentral an die fachliche Unterteilung anpas-
sen. In der Konsequenz hat jedes Team für seine Datenverarbeitung eine begrenzte
Zuständigkeit, welche von der Quelle bis hin zur Auswertung reicht. Die einzelnen
Zwischenergebnisse können zwar von anderen Teams genutzt werden, erzeugen jedoch
jeweils alleinstehend einen Mehrwert. Damit die Ziele des Date Mesh umgesetzt werden
können, setzt die Architektur die vier Grundprinzipien „Domain Ownership“, „Data
as Product“, „Self-Serve Data Platform“ und „Federated Computational Governance“
voraus, welche eine skalier- und wartbare Datenlandschaft sicherstellen.3

Zusammenspiel der Prinzipien Abbildung 6.1 verdeutlicht die Abhängigkei-
ten und die Zusammenwirkung der Prinzipien. Durch die Umsetzung der einzelnen
Prinzipien entstehen Herausforderungen, die durch die jeweils anderen Prinzipien

3Vgl. Deh20.
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Abbildung 6.1: Zusammenspiel Data Mesh Prinzipien [In Anlehnung an Deh23, S.51]

aufgehoben werden können. Während Data as a Product unabhängige Datenprodukte
fördert, stellt Federated Computational Governance sicher, dass die Produkte dennoch
verknüpfbar und einheitlich nutzbar sind. Die Self-Serve Data Platform zentralisiert
die zusätzlichen Aufgaben, die zum Betrieb der Produkte und Richtlinien notwendig
sind. Dadurch sollen die Domänenteams in die Lage versetzt werden, sich verstärkt
auf ihre Datenprodukte zu konzentrieren. Die Domain Ownership birgt die Gefahr,
dass isolierte Teams entstehen, die Datensilos erzeugen. Die anderen Prinzipien för-
dern hingegen den Austausch und die Zusammenarbeit auf globaler Ebene zwischen
den Domänen. Der Zusammenhang der Prinzipien verdeutlicht, dass eine isolierte
Umsetzung einzelner Prinzipien zu einer Fehlkonstruktion des Gesamtkonzepts führt,
wodurch neue Herausforderungen entstehen.

Die Prinzipien werden im Folgenden Kapitel 6.2 näher beleuchtet.
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6.2 Data Mesh Prinzipien

Die logische Architektur und das Betriebsmodell von Data Mesh basieren auf vier
grundlegenden Prinzipien. Diese Prinzipien sollen dabei unterstützen, die Ziele von
Data Mesh zu erreichen: den Mehrwert von Daten in großen Unternehmen zu maximie-
ren, die Agilität eines wachsenden Unternehmens zu bewahren und auf Veränderungen
in einer komplexen und dynamischen Geschäftswelt zu reagieren. Konkret werden
diese Prinzipien in Domain Ownership, Data as a Product, Self-Serve Data Platform,
und Federated Computational Governance kategorisiert und in den anschließenden
Kapiteln beschrieben.

6.2.1 Domain Ownership

Die Data Mesh Architektur basiert auf Dezentralisierung und der Verteilung der Ver-
antwortung an die Geschäftsbereiche, welche mit den Anwendungsfällen und Daten
am meisten vertraut sind. Die Einteilung der Domänen orientiert sich an der Organi-
sationsstruktur und bildet die bisherigen Fachbereiche wie Finanzen oder Marketing
anhand fachlicher Schwerpunkte ab. Im Gegensatz zur zentralisierten Verantwortlich-
keit durch ein zentrales Datenteam ist das Domänenteam für die Integration der Daten
aus den Datenquellen und die Bereitstellung der aufbereiteten Daten für die weitere
Nutzung durch andere Domänen verantwortlich. Ziel dieser Verantwortungsaufteilung
ist es, die Umsetzung analytischer Anwendungfälle mit der wachsenden Komplexität
skalieren zu können. Durch die Verantwortung der Datenintegration innerhalb des
Teams mit dem Domänenwissen sind weniger Abstimmungen zwischen den Teams
notwendig, die Qualitätsprüfungen der Daten können gezielter durchgeführt und
Engpässe vermieden werden.4

Die durch die Domänen verwalteten analytischen Daten lassen sich in diesem Zusam-
menhang in drei Kategorien einteilen, die auf Basis der Quell- und Zielabhängigkeiten
auf die operativen Systeme oder andere Domänendaten verweisen. Abbildung 6.2
veranschaulicht die Verbindung der einzelnen Domänen über die jeweiligen Kate-
gorien hinweg. Die quellorientierten Domänendaten entstehen aus den operativen

4Vgl. Deh23, S.57ff.
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Quellsystemen und bieten diese den anderen Domänen an. Die durch diese Kategorie
angebotenen Daten entsprechen den Inhalten der Quellsysteme und spiegeln diese
wider. Neben den rohen Datensätzen aus den Quellen können die Daten auch his-
torisiert und aggregiert bereitgestellt werden. Die Zeitintervalle für die Aggregation
orientieren sich hierbei am Unternehmenskontext und Anwendungsfall. Da die operativ
orientierten Quellsysteme nicht für die analytischen Zwecke optimiert sind, werden
sie in die Domäne überführt und separat angeboten.

Abbildung 6.2: Domänenaufteilung[In Anlehnung an Deh23, S. 63]

Die Aggregation mehrerer Domänendaten, die in ihrer jeweiligen Domäne isoliert
behandelt werden, erfolgt durch weitere Domänen. Diese transformieren die abge-
rufenen Domänendaten in aggregierte Domänendaten und stellen diese wiederum
weiteren Domänen zur Verfügung. Konsumorientierte Domänendaten orientieren sich
an spezifischen Anwendungsfällen der konsumierenden Prozesse und Personen. Sie
bereiten die Daten aus den Quell- und Aggregierten Domänendaten für den jeweiligen
Anwendungszweck auf.

Die Domain Ownership und die entsprechende Behandlung der Daten unterscheidet
sich hierbei mit der zentralisierten Datenhaltung, dass auch auf Basis der Quelldaten
direkte Analysen durchgeführt und angeboten werden können, ohne durch eine zentrale
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Qualitätssicherung und Aufbereitung verarbeitet worden zu sein. Konsumierende
Domänen verarbeiten und verknüpfen die Daten für Ihre Anwendungsfälle und bieten
weitere verfeinerte Daten an.

Neben den Verarbeitungsschritten ist die Domäne auch für die jeweilige Datenhaltung
verantwortlich und kann das Datenmodell abhängig des Anwendungsfalls selbst
wählen.

6.2.2 Data as Product

Um eine qualitative Verwertung der Daten sicherzustellen, verweist das Prinzip Data as
Product darauf, die angebotenen Daten als Produkt zu behandeln. Die Abnehmer der
Daten werden als Kunden definiert, welche durch das Datenprodukt einen Mehrwert
erhalten sollen. Dieses Prinzip soll sicherstellen, dass die Qualität und das Format der
Daten einen Mehrwert für die konsumierenden Personen und Prozesse bilden. Wichtig
für die Bereitstellung von Datenprodukten ist die Benutzerfreundlichkeit, welche sich
an vordefinierten Merkmalen orientiert. Diese Merkmale sind eine Voraussetzung,
damit ein Produkt innerhalb des Data Mesh nutzbar ist. Die Benutzerfreundlichkeit
lässt sich in folgende Merkmale aufteilen:

Auffindbar Nutzende müssen die Möglichkeit haben, die bestehenden Datenproduk-
te aufzufinden und zu erkunden, um passende Datenquellen für ihre Anwendungsfälle
und Fragestellungen zu identifizieren. Um dies zu erreichen, können die Metainforma-
tionen für ein Datenprodukt in einem zentralen Katalog abgelegt und gepflegt werden.
Durch eine Linksverschiebung obliegt die Verantwortung zur Pflege der Auffindbar-
keit eines Produkts innerhalb des Bereitstellungsprozesses. Durch standardisierte
Automatisierung können die notwendigen Metainformationen für den Katalog bei
der Erstellung und Weiterentwicklung der Datenprodukte durch die verantwortlichen
Personen mitgeliefert werden.

Adressierbar Ein Datenprodukt ist durch eine eindeutige und dauerhaft zugreifbare
Adresse charakterisiert, mittels derer der Zugriff auf das Produkt erfolgt. Hierbei
muss berücksichtigt werden, dass sich das Produkt weiterentwickelt und Änderungen
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in Schema, Funktionen, Datenaktualität und technischer Realisierung unterliegt. Ein
standardisierter Zugriff über alle Produkte soll Nutzenden daher die Möglichkeit bieten,
technisch und manuell einheitlich auf mehrere Produkte im Katalog zuzugreifen.

Verständlich Die nutzende Person muss die Semantik und Syntax eines Daten-
produkts verstehen können. Dies beinhaltet, dass ein Verständnis über den Inhalt
und dessen Bedeutung vorliegt. Dies betrifft sowohl die Entitäten innerhalb eines
Produktes als auch die Produkte, welche mit dem zu verstehenden Produkt zusam-
menhängen. Ebenso ist es wichtig zu verstehen, wie auf die Daten zugegriffen und eine
technische Nutzung erzielt werden kann. Beispieldaten und -abfragen sowie interaktive
Entwicklungsdemonstrationen können einen leichten Einstieg in die Verwendung der
Daten ermöglichen. Das grundlegende Ziel besteht darin, ein Datenprodukt so zu
gestalten, dass es ohne weitere Expertise in der entsprechenden Domäne genutzt
werden kann.

Vertrauenswürdig und wahrheitsgetreu Damit das Datenprodukt auch verwen-
det wird, ist es notwendig, dass die Nutzenden dem Produkt vertrauen. Es ist daher
wichtig, dass das Produkt nicht nur die Eigenschaft der Verständlichkeit aufweist,
sondern auch den wahrheitsgetreuen Zustand des Unternehmens und der Ereignisse
abbildet. Um das Vertrauen in ein Produkt zu erhöhen, können Service Level Objective
(SLO)s definiert werden, welche die Qualität des Produkts über einen Zeitraum messen
und dokumentieren. Qualitätsmessungen können über statistische Erhebungen auf
Inhalt und Aktualität der Daten erzielt werden. Basiert ein Datenprodukt auf anderen
Produkten, kann auch ein Hinweis auf die abhängigen Qualitätsmessungen zusätzli-
ches Vertrauen aufbauen. Da fehlerhafte Daten bei der Datenintegration vorkommen,
ist es wichtig, diese zu prüfen und entsprechend zu bereinigen. Der Unterschied zur
zentralen Architektur besteht darin, dass dort eine zentrale Datenbereinigung erfolgt.
Im Data Mesh hingegen liegt die Verantwortung für die Bereinigung innerhalb der
Domäne, die das Produkt erstellt.

Nativ zugreifbar Die Nutzergruppe eines Datenprodukts kann sehr vielseitig sein.
Je nach Anwendungsfall können sich die Anforderungen an die Daten unterscheiden
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und es entsteht ein Bedarf, das Produkt in einer besonderen Form abzurufen. Konkret
können sich hierbei die Schnittstellen unterscheiden. Eine Webanwendung benötigt
andere Zugriffspunkte als ein Dashboard oder ein Prozess zum Trainieren eines
Machine Learning Modells. Die vorliegende Problematik erfordert die Duplikation
der Daten in unterschiedliche Speicherformen oder die Schaffung einer Methode zur
Abfrage der Daten in einer Speicherform über mehrere Endpunkte.

Interoperabel Erkenntnisse werden nicht nur auf Basis von einzelnen dedizierten
Datenprodukten gewonnen. Daher ist es wichtig, die Produkte mit den Produkten an-
derer Domänen verknüpfen zu können und gegebenenfalls daraus ein weiteres Produkt
zu erstellen. Um diesen Prozess effizient zu gestalten, müssen Standards zwischen den
einzelnen Produkten existieren, die das Schema, Datentypen, Zugriffsmöglichkeiten
und Metadaten umfassen. Ebenso müssen die Produkte eindeutig identifiziert werden
können. Auch Entitäten, wie beispielsweise Kunden, sollten über mehrere Produk-
te universal definiert und genutzt werden können, damit sie in weiteren Prozessen
verknüpfbar sind und zu den korrekten Schlüssen führen.

Eigenständig nützlich Datenprodukte müssen für sich genommen einen Mehr-
wert bieten können. Die logische Annahme ist es, dass ein Produkt ohne das Ziel
eines Mehrwerts gar nicht erstellt werden würde. Durch Migrationen jedoch kann
es vorkommen, dass Produkte missinterpretiert und technische Konstrukte in das
Produktmodell mit übernommen werden, die allein genommen keinen Mehrwert bie-
ten. Beispiele hierfür sind Faktentabellen, die erst mit anderen Tabellen verknüpft
werden müssen, um aussagekräftig zu sein. Diese technischen Konstrukte werden zwar
innerhalb der Domäne genutzt, sind jedoch nicht Teil eines Produkts, sondern die
bereits verknüpften Tabellen.

Sicher Wie auch in einer zentralen Architektur dürfen beim Data Mesh nicht alle
Nutzenden oder Prozesse auf alle Daten zugreifen. Folglich müssen die Datenprodukte
vor unberechtigten Zugriffen geschützt werden. Die Kontrolle für den Zugriff erfolgt
dynamisch bei der Abfrage über das Produkt. Auch wenn die Produkte die Prüfung
übernehmen, können Berechtigungen zentral verwaltet und von dort abgerufen werden.
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Abstufungen innerhalb der Berechtigungen sind ebenfalls möglich, wenn Nutzende
zwar nicht auf die originalen Daten, aber auf Maskierungen, Aggregate oder Metadaten
zugreifen dürfen.

Die aufgeführten Merkmale tragen entsprechend dem Data Mesh Konzept dazu bei,
dass Daten nicht mehr als Asset, sondern als Produkt gesehen werden. Dieses Prinzip
soll den Fokus von der Sammlung und Speicherung der Daten auf den wirtschaftlichen
Mehrwert der Inhalte legen und somit zu einer zielgerichteteren Datenlandschaft im
Unternehmen führen.

6.2.3 Self-Serve Data Platform

Der dezentrale Ansatz und die Verantwortung für die Daten und Umsetzung in
der eigenen Domäne führen zu einer erhöhten Komplexität der Dateninfrastruktur.
Jede Domäne führt ihre eigene Instanz der Datenverarbeitung und -haltung ent-
sprechend den Anforderungen zur Umsetzung ihres Datenprodukts. Damit sich die
Domänenteams auf die Erstellung ihrer Produkte konzentrieren können, wird die
nötige Infrastruktur durch das Prinzip der Self-Serve Data Platform bereitgestellt.
Das Prinzip stellt eine zentrale Datenplattform vor, welche gleichzeitig eine dezentrale
Nutzung ermöglicht. Die Anforderungen an die Technologien unterscheiden sich beim
Data Mesh jedoch von denen bei einem zentralen Ansatz und erfordern moderne Lö-
sungen und Weiterentwicklungen. Das hat auch zur Konsequenz, dass aktuell genutzte
Technologien ersetzt werden müssen. Die Hauptunterschiede zwischen Data Mesh und
zentralen Datenplattformen werden in Tabelle 6.1 aufgeführt. Die Hauptmerkmale
werden nachstehend aufgeführt:

Autonome domänenorientierte Teams Die Hauptaufgabe der Data Mesh Platt-
form besteht darin, die Domänen in die Lage zu versetzen, ihre Produkte unabhängig
von anderen Teams zu implementieren. Ebenso müssen die Technologien ein dezentra-
les Management von Kostenüberwachung, Sicherheit, Orchestrierung und Monitoring
zulassen.
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Data Mesh Zentrale Datenplattformen
Zielgruppe autonome domänenorientier-
te Teams

Zielgruppe zentralisiertes Datenteam

Einheit aus Code, Daten Policies als Pro-
dukt

Separierung von Code, Daten und Poli-
cies

Mischung aus operativen und analyti-
schen Diensten in einer Plattform

Trennung von operativen und analyti-
schen Plattformen

Generalisten als Anwendende Spezalisten als Anwendende
Basiert auf dezentralen Technologien Basiert auf zentralen Technologien
Domänenagnostisch Domänenspezifisch

Tabelle 6.1: Vergleich zwischen Data Mesh und zentralen Datenplattformen [In An-
lehnung an Deh23, Abb 4-2]

Autonome und interoperable Datenprodukte Die Datenprodukte im Data
Mesh sind autonom voneinander nutzbar und liefern einen unabhängigen Wert. Die
Produkte werden im Unterschied zu einer zentralen Plattform eigenständig verwaltet
und weiterentwickelt.

Operative und analytische Funktionen in einer Plattform Der Data Mesh
Ansatz integriert operative und analytische Funktionen in einer gemeinsamen Platt-
form, welche bei etablierten Plattformen meistens getrennt behandelt werden und
auch auf unterschiedlichen Architekturen basieren. Im Data Mesh sollen Technologien,
welche die gleichen Anforderungen für operative und analytische Anwendungsfälle
erfüllen, standardisiert werden. Größere Abweichungen in den Anforderungen können
auch weiterhin mit unterschiedlichen Technologien gelöst werden.

Generalisten als Hauptnutzende Das Data Mesh soll attraktiv für eine brei-
te Gruppe von nutzenden Personen sein und ihnen einen standardisierten Weg zur
Umsetzung ihrer Produkte bieten. Es ist hierfür notwendig, Schnittstellen wie Program-
miersprachen und Werkzeuge, welche erlernt werden müssen möglichst zu reduzieren.
Es ist wichtig, eine Balance zwischen einfacher Nutzung und Flexibilität zu finden,
sodass Wartbarkeit und Betrieb weiterhin ausreichend gewährleistet werden können.
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Dezentrale Technologien Zentrale Technologien bei Datenplattformen führen zu
einer zentralen Verwaltung, welche von den nutzenden Teams abgestimmt werden
muss und somit Prozesse verlangsamt. Die Data Mesh Plattform sieht hingegen eine
Dezentralisierung der Steuerung und Bereitstellung der Datenprodukte vor, welche
von den verwendeten Technologien unterstützt werden müssen. Dadurch können die
Teams ihre Prozesse autark von den anderen Teams verwalten und weiterentwickeln.

Domänenagnostisch Die Zuständigkeiten im Data Mesh sind durch die Domä-
nenteams und das Plattformteam klar verteilt. Bei den herkömmlichen Plattformen
sind die Datenteams sowohl für die Entwicklung der Datenstrecken als auch die
Bereitstellung der Infrastrukur zuständig. So können die jeweiligen Teams sich auf
ihre Hauptaufgaben konzentrieren und ihre Expertise entsprechend vertiefen.

Durch die autonomen Teams und die Abstraktion der Datenplattform kann die
kognitive Belastung erheblich reduziert werden. Um Datenprodukte zu entwickeln,
muss lediglich auf die Endprodukte aus anderen Domänen zugegriffen werden, ohne
die Prozesse genau nachvollziehen zu müssen. Durch die zusätzlichen Informationen
zu den festgelegten Qualitätsstandards kann darauf vertraut werden, dass das Pro-
dukt den Erwartungen entspricht. Durch den Fokus des Plattformteams auf eine
möglichst autarke Nutzung der Datenplattform können Automatismen die Arbeit
weiter beschleunigen und die alltäglichen Aufgaben reduzieren. Insgesamt führt das
Prinzip dazu, dass die Produkte schneller und einfacher durch eine größere Zielgruppe
bereitgestellt werden können.

6.2.4 Federated Computational Governance

Die Domänen-Teams haben die Verantwortung über ihre Datenprodukte und Prozesse
und damit auch die Entscheidungsgewalt im Rahmen der Umsetzung ihrer Domäne.
Damit die Produkte jedoch miteinander verknüpft werden können und für die kon-
sumierenden Personen und Prozesse ein einheitliches Gesamtbild entsteht, müssen
globale Standards festgelegt und durchgesetzt werden. Um die übergeordneten Regeln
in den Domänen zu etablieren, müssen leichtgewichtige und konsistente Lösungen
gefunden werden. Dieses Regelwerk wird als Prinzip der Federated Computational
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Governance im Data Mesh benannt. Durch die Komponenten System Thinking, auto-
matisierte Policies und föderale Governance kann das Prinzip auf das Unternehmen
abgestimmt werden. Die miteinander verknüpften Komponenten werden im Folgenden
näher beschrieben.

System Thinking Innerhalb des System Thinking wird das Data Mesh als gesamtes
System betrachtet und der Fokus auf die Interoperabilität zwischen den Komponen-
ten gelegt. Bei der Governance im Data Mesh muss ein Gleichgewicht zwischen der
Autonomie der Domänen und der globalen Interoperabilität gefunden werden. Lokale
Entscheidungen können insoweit umgesetzt werden, solange sie den globalen Richtlini-
en entsprechen und die Komponenten im System weiterhin gemeinsam nutzbar sind.
Innerhalb des System Thinking können Werkzeuge genutzt werden, um das Gleich-
gewicht aufrechtzuerhalten. Eins dieser Werkzeuge sind Feedback-Schleifen, welche
teilweise automatisiert im Data Mesh die Produkte anhand ihrer Metadaten regulieren.
Somit werden Produkte, die nicht genutzt werden oder Mängel aufweisen, vom System
nicht mehr so oft angezeigt und regulieren sich somit selbstständig. Gegenteilig werden
Produkte mit positiven Eigenschaften vom System öfter vorgeschlagen und in mehr
Produkten genutzt. Da Feedback-Schleifen dauerhaft zu einer Überpriorisierung von
einzelnen Produkten führen können, müssen sie eingeschränkt werden. Über soge-
nannte Hebel können die verantwortlichen Personen in das System eingreifen und so
die Eigenschaften und Ziele des Data Mesh konfigurieren. Durch die Einführung und
Optimierung von Qualitätsmerkmalen kann sichergestellt werden, dass auch breit
genutzte Datenprodukte nachhaltig funktionieren. Werden die Qualitätsstandards
nicht erreicht, kann das verantwortliche Team entsprechende regulierende Maßnah-
men treffen. Das Systemziel kann ebenso ein Hebel sein, um die Prioritäten der
Teams zu steuern. Das Ziel eines Systems kann sich mit dem Verlauf des Data Mesh
ändern. Bei der Einführung kann das Ziel sich auf wenige qualitativ hochwertige
Produkte beziehen, um sich mit dem Data Mesh vertraut zu machen und passende
Wege zu finden. Anschließend kann sich das Ziel weiterentwickeln und unter anderem
auf die Wachstumsrate des Data Mesh umfassen, wenn das Unternehmen bereit ist,
die anfänglichen etablierten Methoden und Technologien zu skalieren. Neben den
Methoden zur Regulierung der Datenprodukte ist ein wichtiger Aspekt des System
Thinking, dass das Data Mesh sich einem ständigen Wandeln unterzieht und die
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Datenprodukte Lebenszyklen unterliegen, in welchen sie entstehen, sich weiterent-
wickeln und auch teilweise nicht mehr angeboten werden. Anhand dieses Aspektes
muss auch die Governance gestaltet werden. Um den dynamischen Lebenszyklus eines
Produkts wartbar und nachvollziehbar zu gestalten, können automatisierte Prozesse
wie die Feedback-Schleifen und Hebel innerhalb der Bereitstellung der Produkte die
Umsetzung erleichtern.

Föderalismus Organisatorisch kann das Data Mesh als Föderation betrachtet wer-
den. Die Teams bestimmen innerhalb ihrer Domäne selbst, auf welche Weise sie ihre
Datenprodukte erzeugen und sind für die Zufriedenheit der Nutzenden verantwortlich.
Übergeordnet werden jedoch globale Richtlinien beschlossen, an welche sich alle Teams
halten müssen, damit das globale System funktioniert. Im vom Data Mesh Konzept
vorgeschlagenen Governancemodell wird das System durch ein Governanceteam aus
Interessenvertretern der Domäne und der Plattform organisiert. Das föderale Team
besteht aus Vertretenden der Domänen, den Plattformteams, Fachexperten und Mo-
deratoren. Die Domänenteams sind für die Umsetzung der Richtlinien ihrer Produkte
verantwortlich, daher ist es auch wichtig, die Teams in die Entscheidungsfindung
einzubeziehen und die Akzeptanz zu steigern. Da die Durchsetzung der Richtlinien
möglichst automatisiert erfolgen soll, ist die Einbindung des Plattformteams wichtig,
um die notwendigen Funktionen in die Plattform zu integrieren. Neben den Exper-
ten aus den Domänen können zusätzliche Fachexperten Wissen, beispielsweise zu
rechtlichen Anforderungen wie Datenschutz, einbringen. Da die Teams einen diversen
Hintergrund im Unternehmenskontext haben, die Entscheidungen sich auf viele Be-
reiche auswirken können und einige unterschiedliche Blickwinkel betrachtet werden
müssen, sollte das föderale Team auch durch eine entsprechende Moderation ergänzt
werden. Die Entscheidungsfindung wird durch Leitlinien beeinflusst. Sie dienen als
Orientierungshilfe für die Themen, mit denen sich das Governanceteam beschäfti-
gen sollte. Innerhalb der Leitlinien kann festgelegt werden, dass besonders Themen
identifiziert werden, die eine möglichst große Schnittmenge an Produkten betrifft.
Eine weitere Leitlinie könnte die Förderung der Interoperabilität bestimmen und
Richtlinien anstoßen, die es ermöglichen, die Produkte miteinander zu verbinden.
Die Entscheidung der abgeleiteten Richtlinien wird von den Personen getroffen, die
von der Entscheidung betroffen sind. Lokale Richtlinien, welche sich dabei nur auf
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jeweilige Domänen auswirken, werden innerhalb der Domäne getroffen und umgesetzt.
Globale Richtlinien wirken sich hingegen auf das gesamte Mesh aus und werden auf
Grundlage der Leitlinien getroffen. Idealerweise werden die globalen Richtlinien dabei
möglichst reduziert und automatisiert. Durch die im System Thinking enthaltenen
Hebel werden die Anreize geschaffen, die Policies entsprechend zu integrieren. Sie
steuern, wie der Erfolg eines Produkts gemessen wird und auch durch die Richtlinien
bestimmt wird. Lokale Anreize wirken sich auf die Motivation einer Domäne aus,
erfolgreiche Produkte weiter zu fördern und ergänzende Produkte zu erstellen. Globale
Anreize werden durch Anpassungen der Erfolgsmessung der Produkte erzielt, die
messen, ob alle Richtlinien eingehalten werden.

Zusammenfassend soll die Data Mesh Governance das Gleichgewicht zwischen den
globalen Richtlinien und der lokalen Autonomie finden. Globale Richtlinien sorgen
dafür, dass Nutzende eine einheitliche, qualitativ hochwertige Datenlandschaft erhalten
und rechtliche Vorgaben einhalten. Die lokale Autonomie der Domänen soll dazu
beitragen, Produkte schnell und unkompliziert bereitstellen zu können. Wichtig ist vor
allem die Automatisierung der globalen Richtlinien und die Schaffung von Anreizen,
die den Erfolg der Produkte definieren, um die Akzeptanz und Integration auch lokal
in den Domänen zu erleichtern.

6.3 Logische Architektur

Die logische Architektur des Data Mesh orientiert sich an den in Kapitel 6.2 be-
schriebenen Prinzipien. Die logischen Architekturelemente sollen sicherstellen, dass
die Anforderungen der Prinzipien erfüllt werden können. Auf Basis der logischen
Architektur können Technologien implementiert werden, welche die erforderlichen
Komponenten umsetzen. Die untergeordneten Kapitel beschreiben die mit den Prinzi-
pen zusammenhängenden Architekturkonzepte.

62



6 Data Mesh

6.3.1 Schnittstellen für die Bereitstellung analytischer
Domänendaten

Nach dem Prinzip der Domain Ownership werden die Daten und Teams anhand
von Domänen unterteilt. Im Rahmen der Domänen werden sowohl die operativen
als auch analytischen Schnittstellen bereitgestellt. Während operative Schnittstellen
den Einblick auf den aktuellen Zustand ermöglichen, können über die analytischen
Schnittstellen längere Zeiträume ausgewertet werden. Das Data Mesh Konzept geht
davon aus, dass die operativen Schnittstellen bereits Bestandteil der Domäne sind, da
sie bestehende Funktionen der Unternehmensprodukte ermöglichen. Die Data Mesh
Architektur ergänzt also die Domäne mit den analytischen Schnittstellen. Durch die
analytische Schnittstelle stellt die Domäne eine API bereit, die dazu dient, mit den
Produkten der Domäne zu interagieren und diese abzurufen. Die Funktionen der
Schnittstelle umfassen die Auffindbarkeit der Produkte, dienen zur Überwachung der
Nachvollziehbarkeit und stellen die Daten der Produkte bereit. Die Bereitstellung
der Daten kann im Rahmen der bereitgestellten Datenplattform und auf Basis der
Anforderungen auf diverse Methoden erfolgen, somit können die Schnittstellen auf
Daten in Objektspeichern, Streamingplattformen oder Datenbanken verweisen.5 Die
Domänen können Abhängigkeiten zu den operativen und analytischen Schnittstellen
anderer Domänen aufweisen, um ihre eigenen Datenprodukte zu ergänzen. Die beste-
henden Abhängigkeiten sollten für die Nutzenden transparent sein und entsprechend
dokumentiert werden.

6.3.2 Datenprodukt als Architekturquantum

Ein Architekturquantum umschreibt die kleinstmögliche funktionelle Einheit, die
unabhängig von anderen Einheiten einer Architektur bereitgestellt werden kann. Da
das Architekturquantum selbstständig gegenüber den anderen Einheiten agiert, kann
es zur Skalierung des Systems genutzt werden. Im Rahmen des Data Mesh wird das
Architekturquantum über die Datenprodukte definiert. Ein Datenprodukt umfasst
alle Komponenten, die es benötigt, um seine Funktion zu erfüllen. Ein Datenprodukt

5Vgl. Deh23, S.188ff.
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umfasst den Code, die Daten, sowie die Abhängigkeiten zur Infrastruktur. Durch das
Ergänzen von neuen Datenprodukten wird das Data Mesh erweitert.6

Code Im Gegensatz zu anderen Datenplattformen ist bei der Data Mesh Architektur
der Code fester Bestandteil des zugehörigen Datenprodukts, welches den Code und
die bereitgestellten Daten beinhaltet. Der Code eines Datenprodukts definiert die
Schnittstellen, mit denen die Daten abgerufen, bereitgestellt und überwacht werden
können. Innerhalb des Datenprodukts werden über den Code die Datentransforma-
tionen durchgeführt. Dieser Transformationscode wird intern im Produkt verwaltet
und orchestriert und ist Teil des Lebenszyklus des Produktes. Ein weiteres Merkmal
ist, dass die Datenbereinigung Teil der Quelldomänen ist, welche die Datenquali-
tät über ihre Überwachung transparent darstellen. Eine spätere Bereinigung durch
weitere Domänen ist daher nicht notwendig und auch nicht mehr Bestandteil des
Transformationscodes. Eine weitere Verwendung für Code im Datenprodukt sind die
Richtlinien. Code kann dazu genutzt werden, Berechtigungen, Verschlüsselungen und
Qualitätsprüfungen zu automatisieren. Die Automatisierung erfolgt gemäß dem Data
Mesh über die Datenplattform, wird jedoch durch Einstellungen im Datenprodukt
verwendet.

Daten und Metadaten Die durch ein Datenprodukt bereitgestellten Daten sind
der Hauptzweck des Datenprodukts. Der im Datenprodukt enthaltene Code bindet
die Daten an, transformiert sie und macht sie zugreifbar. In den Daten sind Fakten
und Analysen enthalten, auf deren Basis das Unternehmen Entscheidungen treffen
kann. Die Bereitstellung der Daten über die Schnittstellen erfolgt je nach Anforde-
rung in unterschiedlichen Datenformaten und Abfragemöglichkeiten. Metadaten eines
Datenprodukts beschreiben das Produkt und machen den Datenzustand transparent.
Aktualität, Qualität und Dokumentation werden über die Metadaten an die konsumie-
renden Personen bereitgestellt, sodass Sie den Zustand der im Produkt enthaltenen
Informationen einschätzen und nutzen können. Die Metadaten werden gemeinsam
mit den Daten aus dem Datenprodukt heraus bereitgestellt und nicht durch externe
Prozesse gesammelt. Während sich beschreibende Metadaten wie Datenmodell und

6Vgl. Deh23, S.192ff.
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Dokumentation der Inhalte mit der Bereitstellung einer neuen Version ändern, können
Qualitätsmetriken sich mit jeder neuen Beladung innerhalb der Version aktualisieren.

Plattformabhängigkeit Die Datenplattform stellt Rechenleistung und Speicher
für die Datenprodukte bereit. Die Datenprodukte definieren, in welchem Ausmaß
und in welcher Form sie diese Ressourcen benötigen und kontrollieren somit die
Abhängigkeiten zur Datenplattform. Durch die Plattform werden die benötigten
Ressourcen isoliert, sodass die Produkte ihre Abhängigkeiten jeweils autark anfordern
können, ohne andere Produkte zu tangieren.

Abbildung 6.3: Interaktionen zwischen Datenprodukte[In Anlehnung an Deh23, S.
200]

Abbildung 6.3 zeigt die Interaktion der Datenprodukte innerhalb und zwischen den
Domänen. Auf Basis ihrer operativen Funktionen bieten die Domänen analytische
Schnittstellen an, welche ihre Datenprodukte bereitstellen. Auf Basis dieser Da-
tenprodukte können weitere Datenprodukte zusätzliche analytische Schnittstellen
hervorrufen. Diese Schnittstellen können auch von anderen Domänen genutzt werden,
um die eigenen Daten mit zusätzlichen Informationen zu neuen Produkten zu formen.

65



6 Data Mesh

6.3.3 Datenplattform Ebenen

Die Self-Serve Dataplattform erfordert eine Vielzahl an Funktionen, welche bereitge-
stellt werden müssen, um eine zentrale Verwaltung von Ressourcen, Verknüpfungen
und Richtlinien zu ermöglichen. Diese Funktionen lassen sich in Ebenen gruppieren,
welche in keiner Hierarchie zueinander stehen. Die Ebenen bieten Schnittstellen, die
ihre zugrundeliegenden Funktionen abstrahieren und eine Nutzung vereinfachen. Die
Ebenengruppen können in eine Dateninfrastruktur-Ebene, eine Datenprodukt-Ebene
und eine Mesh-Ebene unterteilt werden. Diese werden im Folgenden beschrieben:7

Dateninfrastruktur-Ebene Die Dateninfrastruktur-Ebene stellt die Infrastruktur-
Ressourcen der Datenplattform bereit. Zu den Ressourcen gehören unter anderem die
Rechenleistung, der Speicher oder das Identitätssystem. Die Dateninfrastruktur-Ebene
integriert sich in die operative Infrastruktur. Es kann auch zu Überschneidungen
kommen, da teilweise Technologien sowohl für die operativen als auch die analytischen
Dienste genutzt werden können.

Datenprodukt-Ebene Die Datenproduktebene bietet Funktionen für die Interak-
tion und Verwaltung von Datenprodukten. Das Produktteam kann über diese Ebene
den Produktlebenszyklus verwalten. Ebenso werden Schnittstellen für die Nutzenden
angeboten, um mit den Produkten zu interagieren und sie abzurufen.

Mesh-Ebene Die Mesh-Ebene ist für die Funktionen der Datenplattform zustän-
dig, die sich über alle Datenprodukte erstreckt. Über die Mesh-Ebene können die
Produkte gesucht und zusätzliche Informationen zu den Metriken, Abhängigkeiten
und Richtlinien eingesehen werden.

Abbildung 6.4 zeigt die Ebenen in der Plattformperspektive. Jede Ebene bietet
Schnittstellen, die ihr zugeordnete Funktionen bereitstellen. Diese Funktionen ergänzen
die Funktionalitäten der anderen Ebenen und können von den Domänen im Data
Mesh genutzt werden, um ihre Produkte zu verwalten und bereitzustellen oder mit
anderen Produkten zu interagieren.

7Vgl. Deh23, S.201ff.
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Abbildung 6.4: Data Mesh Plattform Ebenen[In Anlehnung an Deh23, S. 205]

6.3.4 Eingebettete automatisierte Richtlinien

Um die dezentrale Datenplattform zusammenzuhalten, ist es wichtig, eine effektive
Governance zu berücksichtigen. Daher ist es für die Umsetzung des Data Mesh rele-
vant, die Vorgaben zur Einhaltung der Governance-Kriterien in die Datenprodukte zu
integrieren und bestenfalls zu automatisieren. Das Datenprodukt als Architekturquan-
tum bietet ein optimales Vehikel zur Einbettung der Richtlinien, welche gemeinsam
mit dem Rest des Datenprodukts bereitgestellt und angewendet werden können. Die
Mesh-Ebene der Data Mesh Plattform bietet Schnittstellen, welche das Datenpro-
dukt innerhalb des Codes aktivieren können. Um die Einbettung der Richtlinien zu
ermöglichen, werden von der Data Mesh Architektur Komponenten eingeführt, die
das Datenprodukt erweitern.8

8Vgl. Deh23, S.205ff.
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Datenprodukt-Sidecar Das Datenprodukt-Sidecar ist eine Komponente, die von
der Datenplattform bereitgestellt und gemeinsam mit dem Datenprodukt als Einheit
in den Lebenszyklus mit einfließt. Es sorgt für die Implementierung von Richtlinien
und anderen Aspekten, die über alle Datenprodukte standardisiert sind. Das Sidecar
wird unabhängig des Datenprodukts implementiert und während der Bereitstellung
angefügt. Durch die getrennte Implementierung muss das Sidecar kompatibel mit dem
Datenprodukt gehalten werden und durch die Einführung neuer Richtlinien erweiter-
bar sein. Durch die lokale Ausführung der Richtlinien können die Datenprodukte
unabhängig voneinander bleiben, ohne auf eine zentrale Schnittstelle angewiesen
zu sein. Neben den Richtlinien kann das Sidecar das Produkt durch standardisier-
te Schnittstellen zur Kommunikation mit dem Produkt und zur Bereitstellung der
Metriken erweitern.

Datenprodukt-Container Der Datenprodukt-Container ist die Zusammenfassung
des Datenprodukts und des Datenprodukt-Sidecars. Der Container wird über alle
Datenprodukte standardisiert.

Control-Port Der Control-Port stellt Schnittstellen bereit, welche es ermöglichen,
Richtlinien des Datenprodukts zu konfigurieren und privilegierte Operationen aus-
zuführen. Neben den lokal konfigurierten Richtlinien, gibt es auch Richtlinien, die
zentral konfiguriert, aber lokal ausgeführt werden. Bei den zentralen Richtlinien
können Berechtigungen definiert werden, die Anwendung auf das Produkt erfolgt
lokal. Privilegierte Operationen ermöglichen den Eingriff in das Datenprodukt von
außen. Zu den notwendigen Eingriffen kann eine Datenlöschung auf Basis von rechtli-
chen Notwendigkeiten zählen. Die Schnittstellen des Control-Ports werden über alle
Datenprodukte standardisiert.

6.4 Herausforderungen und Abwandlungen

Der Einsatz des Data Mesh erfordert ein Umdenken im Unternehmen. Während sich
bisher wenige Teams auf die technologische Umsetzung von Datenstrecken spezialisiert
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haben, durchdringt das Data Mesh durch den Einsatz der Domänen ein breites Spek-
trum an Unternehmensbereichen. Nicht nur konzeptionell, sondern auch technologisch
unterliegt die Umsetzung des Data Mesh in der Praxis einigen Hürden. Es kann
vorkommen, dass die aktuell eingesetzten Technologien die Anforderungen der Data
Mesh Prinzipien nicht erfüllen können und daher migriert werden müssen. Ebenso
müssen neue Technologien identifiziert und ausgewählt werden. Nachfolgend werden
mögliche Herausforderungen aufgeführt:9

Divergenz der Definition Ein Data Mesh skaliert die Aufgaben von einem zen-
tralen Datenteam auf mehrere Teams im Unternehmen und erweitert den Kreis der
Personen, welche an der Konzeption und Mitwirkung an der Gesamtarchitektur betei-
ligt sind. Es ist notwendig, dass alle zuständigen Personen die gleichen Definitionen
über die Komponenten und deren Ziel im Data Mesh nutzen. Die Technologieanbieter,
deren Produkte Funktionen des Data Mesh ermöglichen sollen, haben zusätzlich eigene
Interpretationen, die wiederum zu anderen Teilprodukten im Data Mesh abweichen.
Dies führt zu einem hohen Aufwand in der Konzeption und der Umsetzung eines
gemeinsamen Ziels über mehrere Unternehmensbereiche hinweg.

Abhängigkeiten in der Dezentralisierung Die Dezentralisierung von Datenpro-
dukten soll eine unabhängige Form der Bereitstellung von Datenprodukten bieten,
in welcher jedes Datenprodukt einen eigenen Lebenszyklus und Mehrwert aufweisen
kann. Diese Abhängigkeiten können allerdings nicht vollständig aufgelöst werden,
wenn Domänen die Produkte der anderen Domänen kombinieren und auf dieser Basis
neue Produkte erstellen. Die genutzten Produkte können Lücken aufweisen, welche
für die Produkte der zusammenführenden Domänen benötigt werden. Daher muss die
Domäne entweder auf die Quelldomänen zugehen und sie bitten, ihre Produkte zu
erweitern oder eigenständig diese Lücken durch eigene Datenanbindungen füllen. Beide
Prozesse kosten Zeit und Aufwand und führen zu einer Duplizierung von Ressourcen
zur Verarbeitung und Speicherung der Daten.

9Vgl. Ser24b, S.244.
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Technologische Herausforderung Die Umsetzung des Data Mesh erfordert einen
hohen Umfang an Technologien, welche sich in das Gesamtkonzept zu einer Plattform
zusammenfügen und die erforderlichen Anforderungen erfüllen. Da diese Anforde-
rungen zum gegebenen Zeitpunkt der ursprünglichen Definition des Data Mesh auf
zentrale Datenplattformen ausgerichtet sind, ist die Auswahl an möglichen Technolo-
gien begrenzt. Alternativ müssen bestehende Technologien eigenständig erweitert und
auf die Anforderungen des Data Mesh zugeschnitten werden, was eine hohe Investition
an Ressourcen bedeutet. Neben den technologischen Herausforderungen ist auch das
Fachwissen zur Verarbeitung von Daten in den bestehenden Domänenteams begrenzt.
Während vorher ein zentrales und spezialisiertes Team für die Verarbeitung zuständig
war, erweitert sich durch das Data Mesh der Personenkreis, welcher zusätzliches
Wissen erlangen muss und durch abstrahierende Technologien unterstützt wird. Dies
erfordert Ressourcen in Form von Zeit, aber auch finanziellen Mitteln, wenn neue
Mitarbeitende eingestellt werden müssen.

Abhängig von der Ausgangssituation und dem Ziel des Unternehmens kann es daher
sinnvoll sein, die Prinzipien des Data Mesh auf die eigenen Bedürfnisse anzupassen
und einen iterativen Ansatz zur Umsetzung der Architektur zu wählen. Die Umsetzung
kann auf einige priorisierte Domänen begrenzt werden. Auch wenn die ursprüngliche
Data Mesh Architektur die Technologiewahl den Domänen überlässt, kann das Daten-
plattformteam die bereitgestellten Technologien eingrenzen und somit den Aufwand
reduzieren. Der Autor und Microsoft Mitarbeiter James Serra verweist in seinem Buch
auf drei mögliche Topologien, um ein Data Mesh technisch zu realisieren. Im weiteren
Verlauf werden die einzelnen Topologien aufgeführt:10

Abbildung 6.5 zeigt die einzelnen Topologie-Typen auf einer Skala von links „Zentra-
lisiert“ bis rechts „Verteilt“.

Mesh-Typ 1 Bei dem Data Mesh Typ 1 arbeiten alle Domänen auf den gleichen
Technologien. Die Datenplattform wird in einer gemeinsamen Umgebung realisiert.
Auch der Datenspeicher wird zentral verwaltet, in dem die Domänen ihren eigenen
Unterbereich erhalten. Die Technologieauswahl zur Umsetzung der Datenprodukte ist

10Vgl. Ser24b, S.234ff.
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Abbildung 6.5: Data-Mesh-Topologien[In Anlehnung an Ser24b, S. 234]

begrenzt. Durch die begrenzte Technologieauswahl wird die Arbeit des Datenplatt-
formteams bei der Verwaltung und Wartung erleichtert. Die Domänenteams können
sich auf wenige Technologien spezialisieren und sich in der Anwendung und dem Wis-
sensaufbau unterstützen. Die Technologien werden in die Infrastruktur der jeweiligen
Domäne dupliziert. Von dort aus können die Domänen ihre eigenen Produkte erstellen
und im zentralen Speicher freigeben.

Mesh-Typ 2 Die Mesh-Typ 2 Topologie ist sehr ähnlich zu der von Typ 1. Der
Unterschied liegt jedoch darin, dass jede Domäne über ihren eigenen Speicher verfügt.
Somit sind alle Ressourcen dezentralisiert. Die begrenzte Technologieauswahl bleibt
jedoch bestehen. Die Herausforderung im Gegensatz zu Typ 1 ist es, den dezentralen
Speicher den jeweiligen anderen Domänen zur Verfügung zu stellen.

Mesh-Typ 3 Der Typ 3 des Data Mesh beschreibt eine vollständig dezentrale
Architektur, bei welcher die Domänen über mehrere Cloud-Anbieter verteilt sind und
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ihre Technologien frei wählen können. Diese Variation an Technologien bergen die
zuvor genannten Herausforderungen, die ein Unternehmen lösen muss, damit eine
gemeinsame Datenlandschaft ermöglicht wird, in der die Datenprodukte der Domänen
einheitlich zugänglich gemacht und gewartet werden können.

Auf Basis der aufgeführten Topologien können Unternehmen das Konzept der Domä-
nen verfolgen und dennoch den technologischen Aufwand reduzieren. Daher müssen
Unternehmen abwägen, wie dezentral und flexibel sie ihre Technologieauswahl treffen
möchten.
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Um die Konzepte des Modern Data Warehouse (Kap. 4), des Data Lakehouse (Kap. 5)
und des Data Mesh (Kap. 6) anzuwenden, stehen Unternehmen eine breite Auswahl
an Technologien zur Verfügung. In diesem Kapitel werden mit den Technologien von
Azure von Microsoft (Kap. 7.1) und AWS von Amazon (Kap. 7.2) Umsetzungsbei-
spiele zwei beliebter Cloud-Dienste vorgestellt. Databricks (Kap. 7.3) und Snowflake
(Kap. 7.4) bieten von den Cloud-Anbietern agnostische Datenplattformen an. Auf
Basis der referenzierten Architekturen in Kapitel 7.1-7.4 zeigt Abbildung 7.1 den
Entwurf einer allgemeinen Datenplattform, der auf alle Technologien angewendet
werden kann. Der Entwurf veranschaulicht die einzelnen Teilschritte eines Datenflusses
durch die Plattform. Abhängig der Anforderungen an die Datenstrecke werden jewei-
lige Kategorien dargestellt, in welche die Komponenten der jeweiligen Technologien
eingeordnet werden können. Über die Data Mesh Plattform und Anwendung der Data
Mesh Prinzipien kann die Datenplattform skaliert werden. Um dies zu ermöglichen,
müssen die Technologien die notwendigen Anforderungen an die Prinzipien erfüllen
und eine Plattform bereitstellen, in der Datenprodukte eingeteilt und isoliert anderen
Teams angeboten werden. Um einen allgemeinen Überblick über die Funktionen
der Technologien zu bieten, werden die jeweiligen Hauptkomponenten vorgestellt.
Im Kontext des Entwurfs in Abbildung 7.1 werden die Funktionen der jeweiligen
Technologie eingeordnet und erläutert. Anschließend werden die Funktionalitäten auf
Basis der Skalierbarkeit auf Domänen und Datenprodukte in Bezug auf die Data
Mesh Prinzipien dargelegt.
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Abbildung 7.1: Datenplattform Entwurf

7.1 Azure

Der Cloud-Dienst Azure von Microsoft umfasst eine Vielzahl an Technologien und
Produkten. Für den Aufbau von Datenplattformen zur Analyse großer Datenmengen
empfiehlt Azure den Einsatz von Synapse Analytics, Microsoft Fabric und Databricks.1

Mit Synapse Analytics und Microsoft Fabric bietet Azure Datenplattformen an,
die eine Vielzahl an Komponenten umfassen und einen breiten Lösungsbereich an
Anwendungsfällen abdecken. Als eigenes Unternehmen bietet Databricks sein Produkt
in mehreren Cloud-Plattformen an und wird separat in Kapitel 7.3 behandelt.

7.1.1 Synapse Analytics

Mit Synapse Analytics bietet Azure eine flexible Analyse Plattform zur Integration
von Daten, der Erstellung von DWHs und Big Data Analysen an. Die Plattform löst
den Azure SQL Data Warehouse Dienst ab und bietet darüber hinaus auch einige
weitere Funktionalitäten zur Orchestrierung, Transformation und Bereitstellung der

1Vgl. Azu24a.
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Daten. Synapse bietet sowohl Funktionen für moderne DWH Lösungen als auch Data
Lakehouse Technologien.2 In den anschließenden Kapiteln werden die Hauptkompo-
nenten von Synapse beschrieben und wie diese zur Umsetzung der Datenplattform
genutzt werden können.

Hauptkomponenten

Synapse bietet mehrere Komponenten an, die dazu dienen, Daten zu integrieren und
zu verwalten. Abbildung 7.2 veranschaulicht die Hauptkomponenten von Synapse und
ihre Hauptfunktion in der Plattform.

Abbildung 7.2: Synapse Komponenten

Die abgebildeten Komponenten werden im Folgenden näher beschrieben:3

2Vgl. Shi21, S.49ff.
3Vgl. Shi21, S.73ff.
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Synapse Studio Zusätzlich zu den Komponenten zur Datenhaltung und Trans-
formation bietet Azure Synapse ein Web-Portal in dem Nutzende die Ressourcen
verwalten und Transformationsstrecken erstellen können. Über Notebooks können die
Nutzenden auch die in Synapse gespeicherten Daten über SQL und Spark Schnittstel-
len analysieren und Ad-Hoc Auswertungen generieren sowie Daten visualisieren.

Synapse Pipelines Synapse Pipelines bieten Funktionalitäten zur Orchestrierung,
Ingestion und Transformation der Daten in Synapse. Über den Control Flow können
die Integrationsstrecken gesteuert werden. Die Integrationsstrecke teilt sich in mehrere
aufeinanderfolgende Aktivitäten auf, die Daten aus externen Diensten kopieren, andere
Azure Dienste ansteuern und Datenverarbeitungen anstoßen können.

Synapse Link Über Synapse Link können diverse Azure Dienste direkt mit Synapse
verbunden und der Aufwand für die Datenübertragung reduziert werden. Zu den
verfügbaren Diensten zählt die Azure Cosmos DB und Azure SQL Datenbanken und
Dataverse. Die Anbindung der Azure Cosmos DB ermöglicht den direkten Zugriff auf
die spaltenorientierten Tabellen. Bei SQL Datenbanken und Dataverse bietet Synapse
Link an, die Daten automatisiert zu replizieren. Somit können transaktionale Daten
direkt zugänglich gemacht werden, ohne ETL-Strecken zur Ingestion neuer Daten
aufbauen zu müssen.

Apache Spark Innerhalb von Synapse können Apache Spark Pools erstellt und
verwaltet werden. Über das Spark Framework können in mehreren Programmier-
sprachen Transformationen entwickelt werden, welche mit den Daten im Data Lake
interagieren und neue Daten schreiben. Innerhalb von Spark können in Synapse „Lake
Databases“ geschrieben werden, die Metadaten werden mit anderen Spark Pools
und dem Serverless Synapse SQL Pool geteilt. Die Spark Pools in Synapse können
automatisch auf Basis der Anforderungen der Transformation skaliert werden.

Mapping Data Flows Zur Datenverarbeitung können neben den Spark Pools
auch Mapping Data Flow Strecken genutzt werden, welche ebenfalls auf der Spark
Technologie basieren. Data Flows bieten eine visuelle Oberfläche im Synapse Studio an.
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Somit können Transformationen ohne Code erstellt werden, wobei die Komponenten
im Hintergrund in Spark übersetzt und in einem von Azure verwalteten Cluster
ausgeführt werden.

Dedicated SQL Pool Der Dedicated Synapse SQL Pool dient zur Bereitstellung
von Datenbankknoten, die entsprechend des MPP Prinzips Aufträge parallelisiert
bearbeiten können. Die Daten werden in einem spaltenorientierten Format in einem
von Azure verwalteten Speicher hinterlegt. Der Speicher ist dabei getrennt von
den Datenbankknoten, welche für die Verarbeitung der Prozesse zuständig sind.
Abhängig der benötigten Ressourcen können die Knoten durch die Trennung von
Speicher und Berechunung flexibel skaliert werden. Die Skalierung kann dabei nur
über externe Anfragen außerhalb des Pools gesteuert werden und nicht automatisiert
auf Grundlage des akuten Rechenbedarfs. Die Datenbanken können mittels Polybase
auf den Objektspeicher in Azure zugreifen und damit auch aus dem Data Lake die
Daten auslesen und zurückschreiben.

Serverless Synapse SQL Pool Der Serverless Synapse SQL Pool wird von Azu-
re vollständig verwaltet und automatisiert skaliert. Auf Basis der für die Anfrage
benötigten Ressourcen werden von Azure Serverknoten zur Verfügung gestellt und
bearbeitet. Die Abrechnung erfolgt dabei nicht über die Rechenleistung, sondern über
die verarbeiteten Datenmengen. Da über den Service die Daten nur gelesen werden
können und keine Schreiboperationen möglich sind, dient der Serverless SQL Pool
vor allem für die Bearbeitung von Ad-Hoc anfragen und für das Auslesen des Data
Lakes aus externen Diensten. Um die Daten strukturiert auslesen zu können, kann ein
logisches Data Warehouse Schema erstellt werden. Das logische Data Warehouse legt
ein virtualisiertes Schema über die Daten im Data Lake und vereinfacht den Zugriff
und das Verständnis der Tabellen im Data Lake.

Data Explorer Der Data Explorer Service in Synapse dient zur Erstellung von
Zeitreihenanalysen. Anwendungsfälle können vor allem im IoT und Logging Bereich
auftreten. Über die Kusto-SQL Sprache können die Daten aus Data Explorer ausge-
wertet werden. Wie auch bei den anderer Services liegt der Speicher getrennt von der
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Berechnung vor und ermöglicht eine Skalierung der Rechenleistung unabhängig vom
Speicher. Die Daten können per Streaming aus den Azure Streaming Diensten wie
Azure Event Hubs oder mit eigenen Konnektoren übertragen werden.

Azure Storage Account Der Azure Storage Account ist ein separater Service
von Azure. Der Storage Account umfasst die Dienste Azure Blob Storage und Azure
Data Lake Storage Gen2. Der Blob Storage stellt einen einfachen Objektspeicher zur
Verfügung. Der Data Lake Storage Gen2 hingegen erweitert den Blob Storage und
bietet einige Funktionen zur Verwaltung und Sicherung der Daten. Beide Dienste
können von Azure Synapse angebunden und genutzt werden. Für die Analyse von
großen Datenmengen und Verwaltung ist der Data Lake Storage Gen2 am besten
geeignet.

Neben den Synapse internen Komponenten wird auch eine Integration zu Purview und
PowerBI angeboten. Mit PowerBI können Dashboards aus dem Synapse Studio erstellt
und geteilt werden. Über Purview können die Strecken und Tabellen dokumentiert und
mit zusätzlichen Metadaten versehen werden. Für Machine Learning Zwecke bietet
Synapse ausschließlich die Spark Bibliotheken an. Für komplexere Anwendungsfälle
und MLOps müssen andere Azure Dienste wie Azure Machine Learning genutzt und
aus Synapse über Spark oder Serverless SQL aufgerufen werden.

Umsetzung Datenplattform in Synapse

Zur Speicherung, Transformation und Bereitstellung der Daten bietet Synapse eine
Vielzahl an Möglichkeiten. Durch die beiden Dienste des serverless und dedicated
SQL Pools ist eine klare Zuordnung auf Modern Data Warehouse oder Lakehouse nur
schwer herzustellen. Die Transformationen im Data Lake erfolgen dabei vor allem
über die Spark-Engine innerhalb der Spark Pools oder Data Flows. Anschließend
können die Daten in ein Data Warehouse des dedicated SQL Pools migriert oder
direkt über den serverless SQL Pool abgefragt werden.

Abbildung 7.3 stellt den Datenfluss von den Datenquellen bis hin zu den Datenkonsu-
menten dar. In den nächsten Absätzen werden die einzelnen Teilschritte aufgeführt:
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Abbildung 7.3: Synapse Datenplattform

Ingestion Synapse bietet mehrere Optionen zur Ingestion von Batch- und Strea-
mingdaten an. Die Kopieraktivitäten der Synapse Pipelines bieten viele eingebaute
Konnektoren zu verbreiteten SaaS Anbietern und Datenbanken. Über Parameter
können die Abfragen gesteuert und Tabellen leichtgewichtig in die Datenplattform
migriert werden. Für komplexe Datenquellen können die Spark Pools genutzt werden,
um über Code individuelle Abfragen zu erstellen und durchzuführen. Alternativ
können Synapse Pipelines auch andere Dienste anstoßen, welche die Daten aus den
Quellen in den Data Lake überführen. Zur Anbindung von Streaming Daten kann die
Streamingfunktion von Spark genutzt werden. Spark kann dabei die Streamingquellen
anfragen und nach Bedarf Verarbeiten. Als externer Dienst steht dabei Azure Event
Hubs zur Verfügung. Event Hubs basiert auf der Apache Kafka Technologie und kann
Streamingdaten empfangen und speichern. Event Hubs ermöglicht es außerdem die
Daten in den Data Lake zu spiegeln und von dort aus zu transformieren. Mit Synapse
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Link können alternativ die operativen Dienste wie Cosmos DB oder Microsoft SQL
Datenbanken ohne ETL direkt angebunden werden.

Data Lake Die überführten Daten werden vorzugsweise im Azure Data Lake Storage
Gen2 des Azure Storage Accounts gespeichert. Abhängig von der Technologie können
die Daten als CSV, Parquet oder Delta Lake Format vorliegen. In Synapse stehen die
Dateiformate CSV, Parquet und Delta Lake zur Verfügung. Delta Lake bietet dabei
die meisten Vorteile und kann genutzt werden, um zusätzliche Funktionen gegenüber
CSV und Parquet innerhalb der Datenintegration auszuschöpfen. Die Vorteile von
modernen Tabellenformaten werden in Kapitel 5.3 eingehender behandelt.

Transformation Die Eingangsdaten im Data Lake werden schrittweise aufbereitet
und angereichert. Innerhalb von Synapse stehen die Spark Pools und die Mapping
Data Flows zur Verfügung. Abhängig der Präferenz können so die Daten mithilfe
von Spark transformiert und in die fortschreitenden Zonen des Data Lake überführt
werden. Als Alternative zu Spark Streaming kann zusätzlich der Azure Streaming
Analytics Dienst verwendet werden. Zusätzlich können auch Machine Learning Modelle
trainiert und genutzt werden, um die Daten mit Vorhersagen und Klassifizierungen
anzureichern. Für das Trainieren und Anwenden von Machine Learning beinhaltet
Spark die SparkML Funktionen und kann die Operationen über mehrere Knoten
ausführen. Für weitere Modelle und MLOps kann Azure Machine Learning angebunden
werden, um die Trainings und Modelle zu verwalten und abzurufen.

Bereitstellung Zur Bereitstellung und Modellierung der Daten können die Daten
aus dem Data Lake in den dedicated SQL Pool übertragen werden. Zur Übertragung
kann die Kopieraktivität aus den Synapse Pipelines, externe Tabellen im dedicated
SQL Pool oder Spark genutzt werden. Alternativ können die Daten direkt über den
serverless SQL Pool aus dem Data Lake abgerufen werden. Für Zeitreihenanalysen
können Streamingdaten an den Data Explorer übertragen und von dort aus abgerufen
werden.
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Analyse Dienste Synapse bietet die Integration von PowerBI Workspaces in
das Synapse Studio. Über die Synapse Oberfläche können PowerBI Datasets und
Dashboards ohne die Plattform zu verlassen erstellt und angepasst werden.

Plattform Infrastruktur Die Datenstrecken werden innerhalb von Synapse mit-
hilfe der Synapse Pipelines orchestriert. Neben den internen Komponenten können
die Pipelines auch externe Dienste aufrufen und die Strecke somit flexibel auf die
Anwendungsfälle anpassen, wenn diverse Funktionen nicht in Synapse intern angebo-
ten werden. Über die Monitoring Komponente von Synapse können dabei Laufzeiten
und das Auftreten von Fehlern nachvollzogen und überwacht werden. Das technische
Monitoring und Logging erfolgt dabei über den Azure Monitoring Dienst. Der Azure
Monitor speichert die Aktivitätsprotokolle und Plattformmetriken, welche anschlie-
ßend über andere Dienste abgefragt werden können, um die Plattform zu überwachen.
Die Nutzerverwaltung basiert auf Azure Entra ID. Über Entra ID können die Azure
Accoutns der Nutzenden auf der Synapse Plattform im Data Lake und in den SQL
Pools berechtigt werden. Für die Weiterentwicklung der Datenstrecken und die Be-
reitstellung in weitere Entwicklungsumgebungen bietet Synapse eine Git-Integration.
Eine Azure interne Lösung ist dabei Azure Devops, von wo aus der Code verwaltet
und Deploymentstrecken angestoßen werden können. Um die Daten und Transforma-
tionsstrecken zu verwalten und zu dokumentieren, kann Synapse an Azure Purview
angebunden werden. Purview bietet einen Datenkatalog und Funktionen, um Metada-
ten an die einzelnen Artefakte anzuhängen. Durch Beschreibungen der Tabellen und
Spalten sowie Besitzzuweisungen können Nutzende die Daten und Ansprechpersonen
nachvollziehen und identifizieren.

Mit den genannten Funktionalitäten bietet Synapse eine flexible Datenplattform zur
Erstellung eines Modern Data Warehouse mithilfe des Data Lakes in Azure Storage
Account und dem Data Warehouse im dedicated SQL Pool. Durch die Nutzung des
Delta Lake Formats und dem serverless SQL Endpunkt können auch Lakehouse
Funktionalitäten angeboten werden, die ein Data Warehouse auf Data Lake Ebene
ermöglichen. Die Orchestrierung kann dabei vollständig über die Synapse Pipelines
umgesetzt werden. Zusätzlich können externe Dienste die Plattform weiter aufwerten
und spezialisierte Funktionen im Bereich Streaming, Machine Learning und Data
Governance anbieten.
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Zukunftsperspektive von Synapse

Seit einiger Zeit bewirbt Microsoft neben Azure Synapse eine weitere Analyseplattform
namens MS Fabric (Kap. 7.1.2). Neben den Überschneidungen zu Synapse bietet MS
Fabric mehr SaaS Elemente und könnte daher eine andere Zielgruppe an Kunden
bedienen. Außerdem hat Microsoft bisher keine öffentliche Aussage dazu getroffen,
Synapse nicht weiterhin zu unterstützen. Es gibt jedoch auch Bedenken, dass Synapse
keine zukunftssichere Lösung ist, die für neue Projekte genutzt werden sollte. Durch
den rasant weiter wachsenden Markt sollte auf eine Technologie gesetzt werden, die
auch in Zukunft flexibel moderne Anforderungen bedienen kann. Es gibt mehrere
Indizien, die darauf hinweisen, dass Synapse keine großen technischen Neuerungen
mehr anbieten wird. In den letzten Monaten bis Jahren wurden kaum neue Funktionen
hinzugefügt oder angekündigt.4 Während der Microsoft Copilot in MS Fabric und
anderen Azure SQL Diensten die Anwendenden dabei unterstützt, Datenstrecken und
SQL Abfragen zu erstellen, steht dieser nicht in Synapse zur Verfügung. Des Weiteren
sind die Delta Lake Versionen veraltet. Der Synapse Serverless SQL Pool bietet
lediglich Delta Lake Version 1 und unterstützt damit keine neuen Funktionen wie
Spaltenumbenennungen und Speicheroptimierungen. Innerhalb der Dokumentation
verweist Microsoft daher für neuere Delta Lake Funktionen auf die Nutzung von MS
Fabric.5 Auch Autor und Microsoft Solution Architect James Serra bewirbt in seinem
Blog die Vorteile von MS Fabric gegenüber Synapse.6

Auf Basis dieser Faktoren kann darauf geschlossen werden, dass Synapse keine zu-
kunftsfähige Technologie ist, die für neue Anwendungsfälle genutzt werden sollte.
Synapse ermöglicht zwar im aktuellen Umfeld, Anforderungen zu erfüllen, spätere
technologische Innovationen könnten wahrscheinlich nicht mehr in Synapse umsetzbar
sein. Sollte dieser Zeitpunkt eintreffen, ist eine Migration mit einem hohen Ressour-
cenaufwand notwendig, um auf eine aktuellere Technologie zu wechseln. Daher sollte
eine alternative Lösung präferiert werden, welche die zukünftigen technologischen
Anforderungen erfüllen kann.

4Vgl. Azua.
5Vgl. Azu24d.
6Vgl. Ser24a.

82



7 Technologien

7.1.2 Microsoft Fabric

Microsoft Fabric ist eine Datenplattform zur Umsetzung von Ende-zu-Ende Analy-
sestrecken. Der Umfang von Fabric umfasst die Ingestion, Transformation, Strea-
mingverarbeitung, KI und Berichtserstellung in einer einheitlichen Umgebung.7 In
den anschließenden Kapiteln werden die Hauptkomponenten und die Umsetzung von
Datenstrecken in Microsoft Fabric näher erläutert.

Hauptkomponenten

Als umfängliche Datenplattform beinhaltet Microsoft Fabric eine Vielzahl an techno-
logischen Komponenten zur Umsetzung diverser Anwendungsfälle. Die verfügbaren
Technologien sind in mehreren Lösungsbereichen kategorisiert. Die Lösungsbereiche
bestehen aus Data Factory, Data Engineering, Data Warehouse, Data Science, Real
Time Intelligence und PowerBI.

Abbildung 7.4 visualisiert die einzelnen Kategorien und ihre zugeordneten Komponen-
ten. Die Kategorien dienen dabei ausschließlich dem Zweck, Dienste leichter anhand
des Anwendungsfalls zu finden. Im Folgenden werden die dargestellten Lösungsbereiche
und Komponenten näher erläutert:

Data Warehouse Die Komponenten im Data Warehouse Bereich bieten die Mög-
lichkeit, Data Warehouse Anwendungsfälle mit SQL Operationen durchzuführen. Der
Hauptbestandteil ist die gleichnamige Data Warehouse Komponente. Das Data Ware-
house in Fabric ist eine SaaS Lösung und ermöglicht das Erstellen von Tabellen und
Views mithilfe von SQL. Die Daten des Data Warehouse liegen durch die Trennung
von Speicher und Berechnung im OneLake im Delta Lake Format vor und können
auch außerhalb des Data Warehouse abgerufen werden. Um Daten aus externen
Datenbanken und operativen Systemen schnell zu integrieren, können gespiegelte
Datenbanken erstellt werden. Bei der Anwendung der Spiegelung auf diverse Azure
Datenbanken werden die Daten im Delta Lake Format in den OneLake repliziert und

7Vgl. Azu24f.
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Abbildung 7.4: MS Fabric Komponenten

ein lesender Zugriff durch einen SQL Endpunkt erzeugt. Zusätzlich können Metadaten
aus Databricks übertragen werden.

Data Engineering Der Data Engineering Lösungsbereich umfasst die Lakehouse
Komponente und Apache Spark. Das Lakehouse bietet einen Katalog zur Registrierung
von Delta Lake Tabellen und Dateien im OneLake. Die Daten können über die Spark
Operationen abgerufen und transformiert werden. Mit dem Lakehouse wird ein SQL
Endpunkt des Data Warehouse erstellt. Der SQL Endpunkt kann auf die Daten im
Lakehouse lesend mit SQL zugreifen und die Daten so externen Diensten bereitstellen.

Real-Time Intelligence Um Streaminglösungen zu erstellen, können die Kom-
ponenten des Real-Time Intelligence Bereichs genutzt werden. Die Eventstream
Komponente bietet die Möglichkeit, Streamingdaten abzurufen und zu transformieren.
Anschließend werden die Daten in das Eventhouse oder das Lakehouse übertragen.
Das Eventhouse ist für die Abfrage von Zeitreihenanalysen optimiert und stellt eine
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SaaS Lösung des Azure Data Explorers dar. Mit der SQL Sprache Kusto können
die Tabellen im Eventhouse analysiert und über Materialized Views weiterentwickelt
werden. Der Activiator überwacht Eventstreams und kann mit Aktionen reagieren.
Ensteht ein bestimmtes Event oder wird ein Limit überschritten, kann der Activator
Benachrichtigungen versenden oder andere Fabric Komponenten anstoßen.

Data Factory Der Data Factory Lösungsbereich ist eine angepasste Variante
der Azure Data Factory. Über die Data Pipelines kann die Datenbeladung und
Transformation in MS Fabric orchestriert werden. Dabei steht eine Variation an
Konnektoren zu Datenquellen und Diensten zur Verfügung. Teil der Data Factory
sind auch die Dataflows der zweiten Generation. Dataflows basieren anders als die
Mapping Data Flows aus Azure Data Factory und Azure Synapse nicht auf Spark,
sondern auf der Power Query Mashup Engine. Innerhalb des Dataflows ist es möglich,
Datenquellen anzubinden und die Daten zu transformieren.

Data Science Zum Trainieren und Speichern von Machine Learning Modellen,
können die Komponenten des Data Science Bereichs genutzt werden. Die Data Science
Komponenten basieren auf der Open Source MLFlow Technologie zur Nachverfolgung
von Experimenten und Registrierung der trainierten Modelle. Das Training erfolgt über
Python und Spark Code. Innerhalb des Codes können über die MLFlow Bibliothek die
Experiemente und das finale Modell in die jeweiligen Komponenten integriert werden.
Zusätzlich bietet der Data Science Bereich auch eine AutoML Funktionalität an, um
in einem geführten Kontext einfache Machine Learning Anwendungsfälle schnell zu
verproben.

PowerBI Der PowerBI Bereich umfasst alle bisher bekannten Funktionen des
bereits etablierten PowerBI Angebots von Microsoft. Durch die Integration mit Fabric
kann PowerBI nativ auf die Datenbank Komponenten und den OneLake zugreifen.
Gemeinsam mit den anderen Lösungsbereichen können in der Fabric Oberfläche die
Daten in semantische Modelle aufbereitet, in Data Marts zwischengespeichert und
über Dashboards visualisiert werden.
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Copilot Mit Copilot bietet Micrsoft einen KI Assistenten an, welcher unter anderem
auch in Fabric zur Verfügung steht. In diversen Kontexten kann Copilot genutzt
werden, um mit den Daten zu interagieren, Vorschläge zu erarbeiten und Fehler zu
beheben.

OneLake OneLake ist ein organisationsweiter Datenspeicher, basierend auf dem
Azure Data Lake Storage Gen2 des Azure Storage Accounts. Über den OneLake
Catalog werden alle Komponenten zur Speicherung und Transformation der Daten
aufgelistet. Auf Datenebene bietet der OneLake Catalog zusätzlich einen Einblick in
die Datenbankstrukturen. Über eine Monitoring Funktion können für die jeweiligen
Komponenten die letzten Aktualisierungen nachvollzogen werden. Über eine Lineage
Funktion werden die Abhängigkeiten der Komponenten dargestellt. Neben den internen
Daten bietet OneLake auch eine Shortcut Funktion an. Mithilfe der Shortcuts können
externe Daten aus anderen Cloudspeichern in OneLake angebunden und bereitgestellt
werden. Shortcuts werden auch genutzt, um Daten innerhalb von OneLake anderen
Arbeitsbereichen bereitzustellen. Damit verhindern die Shortcuts ein Duplizieren der
Daten.

Purview Purview ermöglicht weitere Governance Operationen über den OneLake
Catalog hinaus. Durch die Tagging Funkionalität werden sensible Daten markiert und
qualitativ hochwertige Datensätze hervorgehoben. Zusätzlich kann über den Purview
Katalog eine Lineage mit anderen Diensten außerhalb von Fabric hergestellt und
visualisiert werden.

Alle aufgeführten Komponenten können in wenigen Schritten über die Fabric Oberflä-
che erstellt und direkt genutzt werden. Grundsätzlich teilt sich Fabric dabei in mehrere
Arbeitsbereiche (Fabric Workspaces) ein, um die Komponenten zu strukturieren und
Berechtigungen leichter zu unterteilen.

Umsetzung Datenplattform in MS Fabric

Über seine Lösungsbereiche deckt Microsoft Fabric einen Großteil der Anwendungs-
fälle zur Datenanalyse ab und bietet entsprechende Komponenten, die miteinander
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verknüpft werden können. Abbildung 7.5 zeigt die Nutzung der Komponenten in
ihrem jeweiligen Zweck innerhalb der Datenverarbeitung. Die einzelnen Teilschritte
werden wie folgt beschrieben:

Abbildung 7.5: Microsoft Fabric Datenplattform

Ingestion Zur Dateningestion stellt Fabric Batch-, Streaming- sowie Zero-ETL
Funktionalitäten bereit. Batch-Daten lassen sich visuell über Data Pipelines und
Dataflow Gen2 anbinden. Beide Dienste bieten eine Auswahl an nativen Konnektoren
zu diversen Datenbanken und SaaS-Diensten. Individuelle Anbindungen erfolgen über
Apache Spark in verschiedenen Programmiersprachen als Code. Spark ermöglicht
zudem durch seine Streamingfunktionalität eine individuelle Anbindung von Strea-
mingdaten und deren Überführung in Fabric. Alternativ steht für Streaming auch
der Eventstream zur Verfügung, der eine visuelle Oberfläche mit einer Auswahl an
Konnektoren bietet. Je nach Anwendungsfall werden die Daten an Data Warehou-
se, Lakehouse oder Eventhouse übertragen und im OneLake gespeichert. Neben den
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klassischen Technologien zur Datenübertragung haben Nutzende auch Zugriff auf Zero-
ETL-Lösungen. Mit den Mirrored Database-Funktionen lassen sich externe Dienste
automatisiert im Delta Lake-Format in Fabric spiegeln und über einen SQL-Endpunkt
des Data Warehouse abfragen. Zusätzlich können externe Speicher über Shortcuts
hinzugefügt werden. Diese werden im Lakehouse als Tabelle oder Ordner registriert
und sind von dort virtuell abrufbar, ohne dass die Daten initial übertragen werden
müssen.

Data Lake OneLake bietet die Grundlage des Data Lakes in Fabric. Innerhalb
von OneLake werden alle in Fabric genutzten Daten der gesamten Organisation
zentral gespeichert und verwaltet. Daten, die in das Lakehouse oder Data Warehouse
geschrieben werden, werden innerhalb von OneLake als Delta Lake Format gespeichert.

Transformation Nach der Übertragung in die Fabric-Umgebung erfolgt die Wei-
terverarbeitung der Daten abhängig von ihrer Lokation. Daten im Lakehouse lassen
sich hauptsächlich mit Skripten in Spark oder mit Dataflow Gen2 bearbeiten. Da-
taflows bieten eine benutzerfreundliche visuelle Option, während Spark die individuelle
Programmierung von Transformationen ermöglicht. Beide Komponenten können die
Daten im Lakehouse abrufen, durch verschiedene Operationen weiterverarbeiten und
zurückschreiben. Daten im Data Warehouse lassen sich ebenfalls mit Spark und
Dataflow Gen2 verarbeiten. Im Data Warehouse besteht zusätzlich die Möglichkeit,
Daten mithilfe von T-SQL per SQL zu transformieren. T-SQL lässt sich über de-
dizierte Skripte oder innerhalb des Data Warehouse via Prozeduren ausführen. Die
bei der Ingestion genutzten Eventstreams dienen auch zur Streamingverarbeitung.
Innerhalb des Streams stehen verschiedene Operationen zur Filterung, Verknüpfung
und Aggregation zur Verfügung. Die Streamingdaten können entweder für die Echtzeit-
auswertung in das Eventhouse oder zur Batchverarbeitung in das Lakehouse überführt
werden. Darüber hinaus können die Daten mit Machine Learning angereichert werden.
Trainierte ML-Modelle stehen innerhalb von Fabric in der ML-Model-Komponente
zur Verfügung. Über das MLFlow-Framework lassen sich die Modelle abrufen und auf
die Daten anwenden.
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Bereitstellung Das Lakehouse, Data Warehouse und Eventhouse sind die verfügba-
ren Schnittstellen für den Zugriff und Bereitstellung von Daten in Fabric. Lakehouse
und Data Warehouse haben eine hohe Schnittmenge an Anwendungsfällen. Transfor-
mationen im Lakehouse werden dabei primär mit Spark oder Dataflows durchgeführt,
im Data Warehouse hingegen mit SQL. Zusätzlich bietet das Lakehouse auch eine
Katalogisierung und Zugriff auf unstrukturierte Daten innerhalb von Ordnerstruk-
turen. Die Daten im Lakehouse können zwar über den SQL-Endpunkt ausgelesen,
aber nicht transformiert werden. Das Eventhouse hingegen fokussiert sich auf die
Auswertung von Zeitreihen und Echtzeitanalysen. Die Daten können anschließend
über die SQL-Schnittstellen oder direkt über den OneLake von den externen Systemen
abgerufen und weiter genutzt werden.

Analyse Dienste Microsoft Fabric bietet eine vollständige Integration des PowerBI
Dienstes. Abhängig der gewählten Lizenz in beiden Diensten können Ressourcen
des jeweils anderen Dienstes mitgenutzt werden. Der Funktionsumfang von PowerBI
fokusiert vor allem die Visualisierung der in Fabric hinterlegten Daten. Dabei können
die Tabellen aus Lakehouse, Data Warehouse und Eventhouse über semantische
Modelle und Echtzeitdatensätze in Charts aufbereitet und präsentiert werden.

Plattform Infrastruktur Die Prozesse zur Ingestion, Transformation und Be-
reitstellung können über die Data Pipelines in Fabric angesteuert und orchestriert
werden. Über die Monitoring Oberfläche der Pipelines können die Datenstrecken
ausgewertet und Fehler identifiziert werden. Die Nutzerveraltung in Fabric basiert auf
Microsoft EntraID. Über die Fabric Komponenten und im OneLake Catalog können
Microsoft Accounts und Gruppen für die einzelnen Artefakte lesend oder schreiben
freigegeben werden. Der OneLake Catalog bildet zusammen mit Purview auch die
Data Governance Komponente. Über beide Oberflächen lassen sich die Artefakte
dokumentieren und Metriken einsehen. Zusätzlich bietet Purview auch ein Auditing
der Prozesse in Fabric an. Alle Nutzungsereignisse werden in Purview geloggt und sind
dort einsehbar. Für das Deployment in weitere Umgebungen enthält Fabric eine eigene
Deploymentfunktion. Artefakte können über mehrere Fabric Workspaces so dupliziert
und Strecken zwischen Entwicklungs- und Produktivumgebungen getrennt werden.
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Zusätzlich können die Artefakte und Entwicklungsstände über eine ausgewählte Git-
Integration wie Azure DevOps hinterlegt und verwaltet werden. Fabric bietet mit
Copilot einen KI Assistenten an, der die Nutzung der Plattform und die Entwicklung
der Datenstrecken unterstützt. Die Interaktion mit den Nutzenden erfolgt dabei im
jeweiligen Kontext.

Auf Basis der aufgeführten Schritte und Technologien steht den Nutzenden eine
umfangreiche Plattform für die Batch- und Streamverarbeitung von den Datenquellen
bis hin zur Bereitstellung zur Verfügung. Die einzelnen Komponenten können mit
wenigen Aktionen in der Oberfläche angelegt und direkt genutzt werden. Funktionen
für die Orchestrierung, Verwaltung und Sicherung der einzelnen Artefakte bieten
eine umfassende Grundlage. Durch den KI Assistenten werden Nutzende bei der
Entwicklung und der Interaktion mit der Plattform unterstützt.

Umsetzung Data Mesh in MS Fabric

MS Fabric ist auf eine dezentrale Architektur ausgelegt und bietet einige Konnektoren
zu externen Diensten, um Datenprodukte aus anderen Umgebungen zu integrieren. Der
OneLake bietet eine zentrale Datenhaltung, welche dezentral durch unterschiedliche
Teams befüllt und genutzt werden kann.

Abbildung 7.6 zeigt beispielhaft die Strukturierung der Komponenten anhand der
Data Mesh Prinzipien. Die Domäne wird durch die in Fabric gleichnamigen Domänen
umgesetzt. Ein Fabric Workspace umfasst ein Produkt. Innerhalb des Workspace
wird das Produkt durch die Datenstrecke erstellt und im OneLake gespeichert. Über
Shortcuts werden die Produkte miteinander verknüpft. Externe Dienste können
über Spiegelungen oder Konnektoren angebunden werden. Über die Fabric Plattform
können die Teams ihre Produkte selbstständig zusammenstellen, ohne die Infrastruktur
der Komponenten separat anfragen oder verwalten zu müssen. Über den OneLake
Catalog und Purview können die Produkte gefunden und überwacht werden. Im
Folgenden werden anhand der Data Mesh Prinzipien die Funktionalitäten von MS
Fabric aufgeschlüsselt:

90



7 Technologien

Abbildung 7.6: Microsoft Fabric Data Mesh

Domain Ownership MS Fabric bietet zur Sturkturierung der Datenprodukte
Domänen und Arbeitsbereiche an. Domänen umfassen mehrere Arbeitsbereiche und
sind vor allem zur logischen Unterteilung geeignet. Arbeitsbereiche strukturieren
Komponenten, können auch zur Unterteilung von Datenprodukten genutzt werden.
Außerdem ermöglichen Arbeitsbereiche die Verwaltung von Zugriffsberechtigungen
auf einem höheren Level. Befugte Personen eines Arbeitsbereichs können selbstständig
Datenprodukte erzeugen und verwalten.

Data as Product Datenprodukte lassen sich in Fabric über Arbeitsbereiche struk-
turieren. Ein Datenprodukt umfasst die Komponenten zur Erstellung der Datenstrecke,
die hinterlegten Daten im OneLake und die Abhängigkeiten zur Plattform basierend
auf den Parametern, die an die Datenstrecke zur Nutzung der Ressourcen überge-
ben werden. Die Input-Ports werden durch die Funktionalitäten zur Dateningestion
realisiert. Eine Möglichkeit zur Anbindung operativer Daten bieten die Mirrored
Databases, die externe Datenbanken spiegeln. Andere Datenprodukte können eben-
falls Shortcuts verwenden, um die Daten weiterzuverwenden. Für externe Systeme
stehen die SQL-Schnittstellen von Lakehouse, Data Warehouse und Eventhouse zur
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Verfügung. Arbeitsbereiche und damit die Produkte werden in Git integriert und über
die in Fabric enthaltenen Deployments in andere Umgebungen bereitgestellt. Über
den OneLake Catalog lassen sich die Datenprodukte finden und Metriken einsehen.

Self-Serve Data Platform Als SaaS Produkt bietet MS Fabric eine optimale
Grundlage für das eigenständige Bereitstellen der Komponenten des jeweiligen Daten-
produkts. Die Produktteams können die gewünschten Komponenten leichtgewichtig
in ihre Lösung integrieren, ohne die notwendige Infrastruktur erstellen zu müssen.

Federated Computational Governance Abhängig von den notwendigen Richtli-
nien lassen sich einige in Fabric automatisiert durchsetzen. Auf Domänenebene können
Richtlinien für das Taggen von sensitiven Datensätzen festgelegt werden. Auf Basis
dieser Tags ist es möglich, in Purview anschließend Regeln zu definieren, welche die
Zugriffe steuern. Um weitere Richtlinien durchzusetzen, müssen eigene Automatismen
auf Basis der Metadaten entwickelt werden.

Unter Berücksichtigung der genannten Aspekte kann MS Fabric Lösungskonzepte für
alle Prinzipien anbieten. Bei der geplanten Einführung eines Data Mesh ist es daher
sinnvoll, MS Fabric als Lösungsoption in Betracht zu ziehen.

Limitationen und Ausblick von MS Fabric

Das Ökosystem der MS Fabric Datenplattform befindet sich zum aktuellen Zeitpunkt
noch im Aufbau und unterliegt einigen Limitationen. Eine auffällige Limitation
sind die eingeschränkten T-SQL Funktionalitäten des Data Warehouse.8 Durch die
Limitationen ist das Hinzufügen und Ändern von Spalten nur eingeschränkt möglich.
Eine beliebte Funktion von modernen Tabellenformaten ist die Möglichkeit, Daten
zeilenbasiert zu aktualisiert. In SQL wird dies über das „MERGE“ Statement realisiert.
Dieses steht jedoch in Fabric aktuell nicht zur Verfügung. Der Releaseplan von
Microsoft Fabric gibt einen Hinweis darauf, welche Funktionalitäten aktuell fehlen und
in einem absehbaren Zeitraum noch zu erwarten sind. Darunter fallen unter anderem
diverse Sicherheitsaspekte, Ergänzungen zu den erwähnten SQL Limitationen und

8Vgl. Azu24e.
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die Bereitstellung einer Infrastructure as Code Funktionalität durch Terraform.9 Auf
Basis des Reifegrades von MS Fabric ist es wichtig, die aktuellen Anforderungen mit
den Funktionalitäten von Fabric abzugleichen. Der Wunsch, Fabric einzusetzen, kann
unter Umständen Kompromisse erfordern, bis die benötigten Funktionalitäten von
Microsoft ergänzt werden.

7.2 AWS

Neben Azure (Kap. 7.1) ist AWS einer der am Markt dominierenden Public Cloud
Anbieter. Während Azure seine Datenanalysedienste in große Produkte zusammen-
fasst, setzt AWS auf einzelne modulare Dienste. Um eine Datenplattform in AWS
aufzubauen, stehen diverse Technologien zur Verfügung, die es ermöglichen, Modern
Data Warehouse, Data Lakehouse sowie Data Mesh Architekturen umzusetzen und
miteinander zu kombinieren. Im Verlauf dieses Kapitels werden die Hauptanalyse-
dienste und ihre Verwendung im Kontext der Datenplattform und des Data Mesh
erläutert.

7.2.1 Hauptkomponenten

Der Servicekatalog von AWS umfasst eine große Auswahl an Diensten zur Umsetzung
beliebiger Anwendungsfälle. Auch für die Umsetzung von Datenplattformen haben
Nutzende eine breite Auswahl an Technologien, um die Daten in AWS einzubringen,
zu transformieren und bereitzustellen.10 Abbildung 7.7 stellt die Hauptkomponenten
anhand ihres primären Zwecks in der Plattform dar.

Die dargestellten Komponenten werden im Weiteren erläutert:

9Vgl. Azu24g.
10Vgl. AWS23b.
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Abbildung 7.7: Amazon Komponenten

AWS Account Der AWS Account bildet die Rahmenkomponente für den Einsatz
der notwendigen Dienste in AWS. Innerhalb des Accounts lassen sich die jeweiligen
Dienste erstellen und verwalten. Die Accounts einer Organisation können nach Teams
aufgeteilt und organisiert werden, um Zugriffe und zusammenhängende Anwendungs-
fälle sinnvoll zu unterteilen.

Lake Formation Aufbauend auf dem Glue Catalog bietet Lake Formation die
Verwaltung der Zugriffsbereichtigungen auf die Daten im Data Lake und im Redshift
Warehouse. Dienste wie EMR, Athena, Redshift und Glue können über Lake Formation
die Berechtigungen erhalten, mit den Daten zu interagieren und neue Daten zu
schreiben.
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MWAA Der Dienst Amazon Managed Workflows for Apache Airflow (MWAA)
ist eine verwaltete Komponente des Open Source Projekts Apache Airflow. MWAA
abstrahiert das Aufsetzen und Verwalten der Airflow Infrastuktur. Airflow ermöglicht
das Erstellen und Orchestrieren von Ausführungsknoten mithilfe von Python. Inner-
halb der einzelnen Knoten können AWS interne und externe Dienste angesprochen
und so Prozesse angestoßen werden.

Amazon Q Der von AWS bereitgestellte KI Assistent steht den Nutzenden in
diversen Kontexten der AWS Dienste zur Verfügung. Er ist dazu fähig, Fragen zu
beantworten, bei der Entwicklung von Transformationsstrecken zu assistieren und SQL
Abfragen zu erstellen.. Durch die Interaktionen mit Amazon Q kann die Entwicklung
von Datenstrecken beschleunigt und ein besseres Verständnis der Datenprodukte
aufgebaut werden.

Glue Mit Glue bietet AWS einen verwalteten Service von Apache Spark an. Über
Glue können Spark Programme geschrieben und ausgeführt werden. Zusätzlich steht
den Nutzenden ein visuelles Studio zur Verfügung, um Datenstrecken zu erstellen.
Die visuellen Komponenten werden anschließend in Spark Programmcode übersetzt.
Ein weiterer Bestandteil ist der Glue Catalog. Der Glue Catalog ist ein verwalteter
Hive Metastore zur Speicherung der Metadaten im Data Lake. Die Zugriffsverwaltung
auf den Glue Catalog erfolgt über Lake Formation.

EMR Während Glue den Fokus auf die Apache Spark Technologie setzt, können
in Amazon EMR neben Spark weitere Cluster Technologien bereitgestellt werden.
EMR bietet Bereitstellungen für diverse Dienste aus dem Hadoop Kontext und
Query-Eninges wie Trino.11

Kinesis Für die Verarbeitung von Streamingdaten ist in Amazon der Dienst Kinesis
vorgesehen. In Kinesis können Datenstreams erstellt und mit anderen Diensten
verknüpft werden. Als Teil des Kinesis Ökosystems lassen sich die Streams mit dem

11Vgl. AWS24b.
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Dienst Firehose in Datenspeicher übertragen und durch den verwalteten Apache Flink
Dienst transformieren.

Sagemaker Für das Trainieren und Bereitstellen von Machine Learning Modellen
steht in AWS der Dienst Sagemaker zur Verfügung. Über das Sagemaker Studio
können Nutzende Daten für die Modelle vorbereiten, trainieren und auf externe
Modelle zugreifen. Über die Modellverwaltung können die Machine Learning und
LLM Modelle anderen Diensten zur Verfügung gestellt werden.

Amazon Redshift Amazon Redshift ist eine auf PostgreSQL basierendes Cloud
Data Warehouse. Die Daten werden im Redshift Data Warehouse spaltenorientiert
und von den Berechnungsressourcen getrennt in einem von Amazon verwalteten S3
Speicher hinterlegt. Diese Trennung ermöglicht eine unabhängige Skalierung von
Speicher und Berechnung. Neben den klassischen SQL Operationen bietet Redshift
außerdem Funktionen Machine Learning Modelle zu trainieren und bereitzustellen
sowie Daten aus operativen Datenbanken und dem Data Lake ohne ETL direkt
auszulesen.12

Athena Amazon Athena ist ein serverloser Abfragedienst, der Nutzenden ohne
explizite Bereitstellung direkt zur Verfügung steht. Die auf Trino basierende SQL-
Engine ermöglicht das Abfragen von Daten aus dem Data Lake sowie aus externen
Datenbanken. Über Athena können Iceberg Tabellen aus dem Data Lake gelesen und
erstellt werden. Das Management der Tabellen erfolgt über den Glue Catalog.

S3 Der Amazon Simple Storage Service (S3) ist der zentrale Objektspeicherdienst
in AWS. In S3 lassen sich die Daten des Data Lakes ablegen und den Diensten zur
Verfügung stellen.

12Vgl. AWS24c.
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DataZone Für den Aufbau eines Data Mesh kann der separate Dienst Amazon
DataZone genutzt werden. In DataZone lassen sich Domänen und Produkte verwalten
und anderen Teams bereitstellen. Der DataZon Catalog bietet eine Übersicht über
die Produkte, Metriken und Abhängigkeiten.

7.2.2 Umsetzung Datenplattform in AWS

Auf Grundlage der im vorherigen Kapitel beschriebenen Komponenten lässt sich
eine Datenplattform zur Anbindung und Aufbereitung von Daten aus Quellsystemen
aufbauen.

Abbildung 7.8: AWS Datenplattform [In Anlehnung an AWS22]

Abbildung 7.8 visualisiert den Datenfluss und die genutzten Komponenten in Kontext
der AWS Datenplattform. Die Teilschritte des Datenflusses werden im Folgenden
beschrieben:
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Ingestion Abhängig der Datenquellen lassen sich die Daten aus den Quellsystemen
über Batch oder Streaming in die Datenplattform übertragen. Unter dem Einsatz
von Glue und EMR können Spark Programme ausgeführt werden, welche eine indivi-
duelle Abfrage sowohl als Batch, als auch als Stream ermöglichen. Eine vereinfachte
Abfragemethode bieten der Database Migration Service (DMS)13 und AppFlow.14

Beide Dienste bieten eine Reihe von Konnektoren, die sich mit diversen Datenquellen
verbinden und diese in andere AWS Dienste replizieren. Der Fokus von DMS liegt
dabei auf Datenbanken und kann die Daten von Quelldatenbanken in die AWS Daten-
bankdienste übertragen. AppFlow hingegen unterstützt eine breite Auswahl an SaaS
Diensten und lädt diese in die Datenplattform. Streamingquellen müssen in AWS
aktiv an den Kinesis Dienst gesendet werden. Kinesis bietet dazu eine Bibliothek
an, welche separat ausgeführt werden kann und die Streams herstellt. Eine weitere
vereinfachte Methode ist die Zero-ETL Integration von Glue und Redshift. Über
Zero-ETL können andere AWS Dienste und externe SaaS Applikationen aufwandsarm
abgefragt und repliziert werden, ohne explizite ETL Strecken entwickeln zu müssen.15

Data Lake Auf Basis von S3 kann der Data Lake aufgebaut werden. S3 speichert
alle Objekte unabhängig von ihrem Format und stellt diese den anderen Diensten
zur Verfügung. Als primäres Tabellenformat ist in AWS Apache Iceberg vorgesehen.
Iceberg bietet unter den modernen Tabellenformaten die höchste Kompatibilität und
ist in Glue, Athena und Redshift nativ integriert.16 Über den Glue Catalog und Lake
Formation können der Data Lake verwaltet und die Zugriffe gesteuert werden.

Transformation Als Transformationsschnittstellen stehen Spark und SQL zur
Verfügung. Spark Programme können über Glue und EMR ausgeführt werden. Die
Lake Formation Integration in Glue und EMR ermöglicht einen flexiblen Zugriff
auf den in S3 gespeicherten Daten über den Glue Catalog. SQL Transformationen
können unter anderem durch SQL Scripte in MWAA oder einen externen SQL Dienst
gesteuert werden. SQL Abfragen auf Athena ermöglichen es die Daten im Iceberg
Format aus dem Data Lake zu lesen und neue Tabellen zu befüllen. Alternativ lassen
13Vgl. AWS24h.
14Vgl. AWS24f.
15Vgl. AWS24i.
16Vgl. AWS24e.
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sich für Data Warehouse Anwendungsfälle SQL Abfragen an Redshift senden, um
die dort gespeicherten Daten zu transformieren. Wurden die Daten als Stream an
Kinesis übergeben, können diese entweder mit Spark Streaming in Glue oder EMR
oder durch den von AWS verwalteten Apache Flink Dienst als Stream transformiert
und weitergeleitet werden.

Bereitstellung Zur Bereitstellung der Daten können die jeweiligen SQL-Schnittstellen
der Komponenten Athena, Redshift und OpenSearch genutzt werden. Grundsätzlich
bietet Athena eine serverlose Infrastruktur mit limitierten Ressourcen. Anfragen
werden in eine Warteliste geschrieben und von AWS im Hintergrund verarbeitet. Da
bei Athena nur die abgefragte Datenmenge berechnet wird, ist der Dienst besonders
für die Ad-Hoc Abfrage geeignet. Als Data Warehouse bietet Redshift hingegen eine
performante Umgebung für die Analyse großer Datenmengen. Um eine ähnliche Er-
fahrung in Athena zu erzielen, können in Athena Ressourcen gesondert reserviert und
für größere Abfragen genutzt werden.17 Streamingdaten können sowohl in Redshift
als auch in OpenSearch integriert werden. Redshift bietet Materialized Views an, um
die Streamingdaten zeitnah in Aggregationen aufzubereiten. Für die Bereitstellung
von Logs und Events kann OpenSearch die Streams aus Kinesis anbinden und für die
konsumierenden Dienste effizient auswertbar bereitstellen.

Analyse Dienste Grundsätzlich stehen die bereitgestellten Daten vielen Diensten
für unterschiedliche Anwendungsfälle zur Verfügung. Im Kontext der Datenanalyse
bietet AWS den Dashboard Dienst Quicksight an. Quicksight bietet eine breite
Auswahl an Konnektoren zu diversen Diensten, darunter auch Athena, Redshift und
OpenSearch. Durch die Anbindung können die Daten aus der Datenplattform weiter
aufbereitet und visualisiert werden.18

Plattform Infrastruktur Um die Datenstrecken zu verwalten und bereitzustellen,
setzen sich in AWS mehrere Dienste zusammen. Die Orchestrierung der Datenstrecken
erfolgt über MWAA. Die Versionierung der Datenstrecken erfolgt dabei über eine

17Vgl. AWS25.
18Vgl. AWS24g.
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beliebige Git-Integration. Der Identity Access Management (IAM) realisiert die
allgemeine Verwaltung der Nutzenden. Die dort angelegten Rollen und Gruppen
können dazu berechtigt werden, die Dienste zu nutzen und die Daten abzufragen.
Alle Nutzungen und Prozesse können in Cloudwatch gesammelt und von dort aus
ausgewertet werden. Für eine bessere Nutzung der Plattform und Unterstützung der
Entwicklung steht der Amazon Q Assistent in verschiedenen Kontexten der AWS
Umgebung zur Verfügung.

Die von AWS bereitgestellten Dienste ermöglichen die Abbildung der gesamten
Datenstrecke von der Anbindung heterogener Datenquellen bis zur Bereitstellung und
Visualisierung. Mit Lake Formation und dem Glue Catalog lassen sich die Daten des
Data Lakes und in Redshift katalogisieren und einheitlich berechtigen. Ein Großteil
der Komponenten basiert auf Open Source Technologien wie PostgreSQL, Airflow,
Trino, OpenSearch und Spark. Dies erleichtert sowohl die Kompatibilität als auch den
Austausch durch eigene Dienste, um einen Lock-In zu vermeiden.

7.2.3 Umsetzung Data Mesh in AWS

Abbildung 7.9: AWS Data Mesh [In Anlehnung an AWS24d]
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Amazon DataZone bietet eine eigenständige Umgebung, um Teams in Domänen zu
unterteilen, Datenprodukte anzulegen und einen Produktkatalog mit Metriken und
Dokumentationen anzulegen. Der Hauptzweck und die Terminologien sind darauf
ausgerichtet, eine skalierbare Plattform zu bieten und die Interaktion der Teams zu
steigern. Im AWS Kontext ist DataZone daher das passende Produkt, um ein Data
Mesh zu realisieren.19 Abbildung 7.9 zeigt auf, wie Domänen und Produkte in AWS
in Verbindung mit DataZone definiert werden können. Um die Funktionalitäten von
DataZone in Bezug auf die Data Mesh Prinzipien zu verdeutlichen, werden in den
nächsten Abschnitten aufgeführt:

Domain Ownership Domänen Teams einer Organisation können innerhalb von
DataZone sprechend benannten Domänen eingegliedert werden. Die Domänen können
in Projekte und Produkte unterteilt werden. Berechtigungen zu anderen Produkten
erfolgen auf Ebene der Projekte. Über die mit den Projekten verknüpften Identitäten
können Nutzende auf die freigegebenen Produkte zugreifen. Die Domänen werden mit
AWS Accounts verknüpft, in denen die Nutzenden ihre Produkte entwickeln können.

Data as Product Datenprodukte in DataZone umschreiben eine Sammlung an
Datensätzen, welche im Portal registriert worden sind. Nutzende können Datenpro-
dukte anfragen, um über ihre Umgebung auf die Daten anderer Teams zuzugreifen.
Datenprodukte, Metriken und Abhängigkeiten können im DataZone Catalog einge-
sehen werden. In Bezug auf die Datenstrecken gibt es keinen Rahmen, welcher die
Produkte umfasst. Für die Versionierung, die Definition der Plattformabhängigkeiten
und die Unterteilung der Datenstrecken, die zu einem unabhängigen Produkt führen,
müssen eigene Technologien und Prozesse entwickelt werden. Innerhalb der AWS
Plattform werden auf Basis von DataZone die Datenprodukte bereitgestellt und von
anderen Teams abgerufen. Für externe Systeme können die Konnektoren der Daten-
plattform, wie die Zero-ETL Integraion zur Ingestion oder die SQL-Schnittstellen für
die Konsumierung der Daten genutzt werden.

19Vgl. AWS24a.
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Self-Serve Data Platform Um die Bereitstellung der notwendigen Dienste zu
erleichtern, bietet DataZone Blueprints an. Blueprints können im jeweiligen AWS
Account die notwendigen Ressourcen und Zugänge anlegen. Diese Ressourcen be-
schränken sich jedoch nur auf die bereitstellenden Systeme wie den Glue Catalog,
Athena und Redshift. Um alle Komponenten der Datenstrecken in einen Account zu
integrieren, müssen eigene Vorkehrungen getroffen werden, um den Domänenteams
eine wartungsarme Datenplattform für ihre Produkte bereitzustellen.

Federated Computational Governance Über Metadaten Formulare können
notwendige Metadaten für Datenprodukte und Produktfreigaben definiert werden.
Dies fördert die Qualität des Datenkatalogs und die Nachvollziehbarkeit der Prozesse.
Zusätzlich können über die DataZone Projekte und die DataZone Blueprints Stan-
dards im Rahmen der Ressourcenbereitstellung vordefiniert werden. Darüber hinaus
bietet DataZone derzeit keine Automatismen, Richtlinien innerhalb des Portals durch-
zusetzen. Auf Basis der Metadaten und Freigabeprozesse können eigene Programme
entwickelt werden, welche globale Richtlinien auf die Datenprodukte anwenden.

Mit DataZone bietet AWS einen für die Skalierung der Datenplattform gedachten
Dienst an, welcher Domänenteams ermöglicht, Datenprodukte zu registrieren und
mit anderen Teams zu teilen. Über den Katalog können Produkte gefunden und
nachvollzogen werden. Über das Teilen und Dokumentieren der Daten hinaus muss
DataZone jedoch mit anderen Technologien kombiniert werden, um ein umfassendes
Nutzungserlebnis im Kontext des Data Mesh zu erzielen.

7.2.4 Limitationen und Ausblick von AWS

Eine Besonderheit von AWS ist es, dass keine einheitliche Plattform mit vorgegebenen
Funktionen als ein Produkt angeboten wird. Die Datenplattform setzt sich aus vielen
einzelnen Komponenten zusammen, die unter anderem Open Source Technologien
als verwaltete Dienste anbieten. Dadurch können Organisationen eine modulare und
flexible Datenplattform nach ihren Anforderungen erstellen und die einzelnen Kompo-
nenten über die von AWS bereitgestellten Integrationen verknüpfen. Technologien
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für moderne Anforderungen können in der Plattform ergänzt werden, ohne die Infra-
struktur in ein anderes Produkt migrieren zu müssen. Das gegebene Konstrukt erhöht
jedoch auch den Aufwand und die Komplexität, die Plattform bereitzustellen und zu
nutzen. Diese Nutzungserfahrung findet sich auch in dem DataZone Dienst wieder,
welcher die Prozesse des Data Meshs teilweise abstrahiert, dies jedoch lediglich auf die
Interaktion der Datenprodukte beschränkt. Unter den Aspekten der Marktbeliebtheit
(siehe Kapitel 2.4), der Modularität und der Investitionen in moderne Ansätze wie
generativer KI und Data Mesh ist davon auszugehen, dass auf AWS eine funktionelle
und zukunftssichere Datenplattform ermöglicht werden kann. Organisationen müssen
jedoch die gegebene Flexibilität in Bezug auf den notwendigen Aufwand abwiegen.

7.3 Databricks

Databricks bietet eine Cloud-agnostische Datenplattform an, die in AWS, Azure und
der Google Cloud bereitgestellt werden kann. Open Source Projekte wie Delta Lake,
Apache Spark und MLFlow wurden Databricks erstellt und weiterentwickelt.20 Im
Folgenden werden die Hauptkomponenten und die Implementierung der Databricks
Datenplattform sowie die Skalierung durch Anwendung der Data Mesh Prinzipien
erläutert.

7.3.1 Hauptkomponenten

Databricks ermöglicht die Umsetzung von Datenstrecken, die Anwendung von Machine
Learning und die Integration von generativer KI. Abbildung 7.10 visualisiert die
Hauptkomponenten anhand ihres primären Zwecks in der Plattform.

Databricks Workspace Der Databricks Workspace ist eine Weboberfläche zur
Entwicklung der Datenstrecken und dem Management der genutzten Komponenten.
Innerhalb der Entwicklungsumgebungen können unter anderem Spark Programme
geschrieben und SQL Abfragen erstellt werden.

20Vgl. Dat24f.
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Abbildung 7.10: Databricks Komponenten

Unity Catalog Der Unity Catalog ist der zentrale Katalog zur Verwaltung der
Datenbanken und Tabellen. Im Unity Catalog werden die Daten aus dem Data Lake
registriert und mit Metadaten versehen. Zusätzlich verfügt der Unity Catalog über ein
Berechtigungssystem, worüber die Zugriffe auf die einzelnen Daten gesteuert werden
können. Die Tabellen werden aktuell im Delta Lake Format gespeichert, können
jedoch über das Delta Uniform Format als Iceberg Tabellen lesend angeboten werden.
Alle Komponenten in Databricks können den Unity Catalog dazu nutzen, über die
hinterlegten Metadaten und Berechtigungen Tabellen zu erstellen und abzurufen,
ohne direkt mit dem Data Lake interagieren zu müssen. Zusätzlich ist es möglich den
Unity Catalog als Speicher für die Machine Learning und LLM Modelle zu nutzen
und diese für Nutzende zu berechtigen.

Databricks Workflows Mithilfe der Databircks Workflows können die Verar-
beitungsstrecken in Databricks gesteuert werden. Innerhalb der Workflows können
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Aufträge zu Spark Jobs, Delta Live Tables und SQL Abfragen aneinandergereiht und
orchestriert werden. Die Workflows können zeitlich und beim Eintreffen von neuen
Daten angestoßen werden. Ein hinterlegtes Monitoring ermöglicht die Kontrolle der
Laufzeiten der Strecken und der einzelnen Komponenten.

Databricks Assistant Der Databricks Assistent ist ein LLM, welcher im Kontext
der Databricks Weboberfläche angeboten wird. Innerhalb der einzelnen Sub-Dienste
kann mit dem Databricks Assistent interagiert werden. In einem Chat Modus kann
der Databricks Assistant Fragen gestellt werden, welche vorzugsweise die Nutzung
von Databricks und Lösungsvorschläge umfassen. In den Entwicklungskomponenten
kann der Assistant Vorschläge zur Entwicklung von neuem Code und SQL generieren
und Fehlermeldungen interpretieren und Lösungsoptionen herleiten. Innerhalb des
Unity Catalog kann der Assistant auch genutzt werden, um Tabellen und Spaltenbe-
schreibungen zu generieren.

Delta Live Tables Mit Delta Live Tables bietet Databricks eine abstrakte Form von
Spark Streaming an. Die Servicekomponente besteht aus einer Syntax zur Erstellung
von Streaming Tabellen und Materialized Views. Die Konfiguration und Verwaltung
der Zustände von Spark Streaming wird von Databricks im Hintergrund übernommen.
Zusätzlich bietet Databricks eine Oberfläche zur Nachverfolgung der Streamingstrecken
und ihrer Qualitätszustände an.

Apache Spark Die Apache Spark Cluster bilden die Grundlage der Databricks
Transformationen. Sie können durch die Nutzenden des Unternehmens vorkonfiguriert
und bei Bedarf gestartet oder pausiert werden. Werden die Spark Cluster aktiviert,
startet Databricks im Hintergrund virtuelle Maschinen des gewählten Cloud-Anbieters
und installiert die für die Spark Cluster notwendige Software. Im Anschluss können
die Cluster genutzt werden, um die notwendigen Operationen auszuführen. Über
vielfältige Konfigurationsmöglichkeiten können die Versionen, die genutzte Hardware,
die automatisierte Skalierung und zusätzliche Bibliotheken eingestellt werden.
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SQL Warehouse Das Databricks SQL Warehouse ist ein auf SQL Operationen
optimiertes Spark Cluster. Die Schnittstellen des SQL Warehouse können dabei
ausschließlich zur Ausführung von SQL Operationen auf dem Data Lake genutzt
werden. Mithilfe von SQL können die Daten im Data Lake transformiert oder externen
Konsumenten bereitgestellt werden.

MLFlow Im Bereich von Machine Learning und LLMs bietet Databricks einige
Frameworks und Komponenten an, die auf MLFlow basieren. Die Modelle können
in Databricks trainiert und über eigene Dienste bereitgestellt werden. Mithilfe des
Unity Catalogs wird eine zentrale Möglichkeit geschaffen, die Modelle zu verwalten
und Zugriffe zu steuern. Außerdem bietet Databricks einen Dienst zur Nutzung eines
LLMs im Datenkontext an. Dabei können Daten angeboten werden, auf die ein LLM
Zugriff erhält und für die interagierende Personen in einem Chat-Kontext ausliest.

Zusätzlich zu den genannten Komponenten stellt Databricks weitere Funktionen
zur Überwachung und Bereitstellung von Artefakten bereit. Ein eigenes persistentes
Warehouse wird von Databricks nicht angeboten. Das SQL Warehouse ist vom Speicher
getrennt und dient ausschließlich als Berechnungsinstanz, während die Dateien im
Objektspeicher des Kunden abgelegt sind.

7.3.2 Umsetzung Datenplattform in Databricks

Das Data Lakehouse Konzept wird von Databricks forciert beworben. Entsprechend ist
die Plattform auf dieser Basis ausgerichtet. Dies bedeutet, dass die Daten vorwiegend
im Data Lake in einem modernen Tabellenformat gehalten und über einen Metastore
und diverse Schnittstellen verwaltet, verarbeitet und bereitgestellt werden können.
Durch die Integration von Databricks mit dem Cloud-Anbieter können die Daten im
Lake auch durch externe Dienste beladen oder bereitgestellt werden. Abbildung 7.11
visualisiert die Umsetzung einer Datenstrecke in Databricks anhand der genutzten
Komponenten. Die einzelnen Schritte werden wie folgt beschrieben:
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Abbildung 7.11: Databricks Datenplattform [In Anlehnung an Dat24c]

Ingestion Externe Daten können durch Batch- und Stream-Ingestion in die Da-
tenplattform übertragen werden. Zur Ingestion der Batch-Daten können Quellen
mit Spark programmatisch angebunden werden. Alternativ können die Dienste des
jeweiligen Cloud-Anbieters genutzt werden, um die Daten extern in den Data Lake
zu übertragen und von dort aus mit Databricks weiterzuverarbeiten. Bisher hat Data-
bricks keine eigene Ingestion-Technologie angeboten. Diese Lücke soll jedoch zukünftig
durch LakeFlow Connect geschlossen werden, wodurch ausgewählte Dienste direkt an
Databricks angebunden werden können.21 Zur Ingestion von Streaming-Daten können
neben Spark Streaming auch die Delta Live Tables eingesetzt werden. Delta Live
Tables sind speziell auf die Streamingverarbeitung ausgerichtet und können die Daten
mit Streamingtabellen und Materialized Views inkrementell transformieren.

Data Lake Die Daten werden im Cloud-Speicher des Kunden separat in Databricks
aufbewahrt. Der Cloud-Anbieter wie AWS S3 oder das Azure Storage Account fungie-
ren als Objektspeicher. Delta Lake ist das bevorzugte Tabellenformat von Databricks.

21Vgl. Dat24b.
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Die Metadaten von Delta Lake können in Verbindung mit anderen Diensten wie
dem Unity Catalog verwendet werden, um die Abläufe zu optimieren und Metriken
darzustellen.

Transformation Über die Plattform von Databricks können Spark Cluster gestar-
tet und für die Transformation der Daten genutzt werden. Eine Alternative bieten
die Delta Live Tables, welche speziell auf Streamingdaten ausgerichtet sind. Delta
Live Tables verarbeiten Daten inkrementell und können über die Weboberfläche den
Qualitätszustand der verarbeiteten Daten und weitere Metriken anzeigen. Streaming-
tabellen können zur Aggregierung in Materialized Views übertragen werden, welche
anhand der Logiken eigenständig die benötigten Aktualisierungen berechnen. Neben
der Transformation durch Programmcode können auch SQL Operationen angewendet
werden. Als Schnittstelle für SQL kann das SQL Warehouse genutzt werden, um die
Daten im Data Lake anzusteuern und neue Tabellen zu befüllen. Zur Anreicherung der
Daten mit generativer KI und Machine Learning Prognosen können die bereitgestell-
ten MLFlow Modelle über den Unity Catalog abgerufen und für die Transformation
genutzt werden.

Bereitstellung Die primäre Schnittstelle für den Zugriff auf die Daten im Data Lake
erfolgt über das SQL Warehouse. Das Warehouse fährt einen SQL optimierten Spark
Cluster hoch, welcher über den Unity Catalog strukturiert auf die Daten zugreifen
und diese den konsumierenden Diensten bereitstellen kann.

Analyse Dienste Neben der externen Bereitstellung können Nutzende auch inner-
halb des Databricks Workspaces auf einige Analyse Dienste zugreifen. Zur Visualisie-
rung der Daten bietet Databricks die AI/BI Dashboards an. Über die Dashboards
können die Daten aus dem Data Lake über das SQL Warehouse abgefragt und dar-
gestellt werden. Die Dashboards bieten nicht den gleichen Umfang wie dedizierte
Reportinglösungen, eignen sich jedoch besonders für einfache Visualisierungen und
Darstellung von Prozessmetriken.22 Zur Analyse der Daten können auch die AI/BI

22Vgl. Dat24a.
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Genie Spaces genutzt werden. Durch diesen Dienst werden Chat-Umgebungen bereitge-
stellt, durch welche Nutzende mit den angebundenen Daten interagieren und Abfragen
durch natürliche Sprache erstellen können.23 Eine zusätzliche Interaktionsschnittstelle
bieten die Databricks Apps zur Erstellung von leichtgewichtigen Weboberflächen.
Databricks Apps eignen sich besonders, um mit den Daten und Machine Learning
oder LLM Modellen zu interagieren und Nutzenden im Unternehmen zugänglich zu
machen.24

Plattform Infrastruktur Die Plattform Infrastruktur basiert auf dem von Data-
bricks verwalteten Workspace. Innerhalb der Databricks Plattform können mehrere
Workspaces bereitgestellt und unterschiedlichen Nutzergruppen zugänglich gemacht
werden, um die Anwendungsfälle voneinander zu trennen. Die Nutzenden können inner-
halb der Databricks Plattform registriert und in Gruppen zugeteilt werden. Alternativ
bietet Databricks auch die Integration mit anderen Zugriffsdiensten wie Microsoft
EntraID an. Die innerhalb der Workspaces erstellten Datenstrecken werden durch die
Databricks Workflows orchestriert. Innerhalb der Workflows können Parameter an die
einzelnen Spark Programme und SQL Skripte übergeben und die genutzten Ressourcen
der Spark Cluster konfiguriert werden. Die Datenverwaltung erfolgt über den Unity
Catalog. Der Unity Catalog organsiert alle registrierten Tabellen in Schemata und
Datenbanken und steuert den Zugriff auf diese. Über den Unity Catalog können auch
die Metadaten der Datensätze eingesehen werden. Innerhalb der Unity Catalog Ober-
fläche haben Nutzende Zugriff auf die Metriken, Beschreibungen und das Lineage und
können so die Herkunft und den Zustand der Daten nachvollziehen. Ebenfalls über den
Unity Catalog kann auch auf die System Tables zugegriffen werden, diese bieten eine
Übersicht über die Ressourcennutzung und loggen alle Bewegungen auf der Plattform.
Die Versionierung und Bereitstellung des Codes und Datenstrecken können durch eine
eigene Git-Plattform in Databricks integriert werden. Um den Infrastructure as Code
Prozess zu fördern, hat Databricks die Databricks Asset Bundles entwickelt. Diese
bieten eine Abstraktion von Terraform und sind somit von Entwickelnden leichter
nutzbar. Die Databricks Asset Bundles bündeln die Datenstrecken in Konfigurati-
onsdateien und können diese als Paket im Workspace bereitstellen.25 Um mit der
23Vgl. Dat24e.
24Vgl. Dat24g.
25Vgl. Dat24d.
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Plattform leichter zu interagieren und den Entwicklungsprozess zu unterstützen, bietet
Databricks den Databricks Assistant an. Der KI Assistent kann über die jeweiligen
Kontexte wie den Unity Catalog oder die Spark Umgebungen genutzt werden, um
Fragen zu beantworten und den Programmierprozess zu unterstützen.

Durch die beschriebenen Teilschritte können die Daten von den Datenquellen einge-
bunden, transformiert und den konsumierenden Diensten bereitgestellt werden. Der
zusätzliche Fokus auf Machine Learning und generativer KI ermöglicht die Umsetzung
moderner Anwendungsfälle anhand der aktuellen Trends.

7.3.3 Umsetzung Data Mesh in Databricks

Durch den Einsatz des Unity Catalog und der Nutzung mehrerer Workspaces kann
Databricks auf mehrere Teams skaliert werden. Das Konzept von Databricks verwendet
keine Begrifflichkeiten aus dem Data Mesh Kontext, wie Domänen oder Datenpro-
dukte. Firmen wie Thoughtworks26 und InnoQ27 haben sich dennoch mit dem Data
Mesh in Databricks auseinandergesetzt und erörtert, wie Datenprodukte geschnitten
und die Prinzipien angewendet werden können. Auf Basis der aktuellen Databricks
Komponenten zeigt Abbildung 7.12, wie das Data Mesh Konzept auf Databricks
angewendet werden kann.

Im Folgenden wird die Erfüllung der Date Mesh Prinzipien durch Databricks vertieft:

Domain Ownership Zur Unterteilung der Teams und Domänen können die Data-
bricks Workspaces genutzt werden. Die Workspaces unterteilen die Berechtigungen
und Artefakte. Durch die Trennung können Teams ihre Datenprodukte unabhängig
verwalten und entwickeln. Untereinander sind die Workspaces und damit auch die
Domänen nicht visibel. Um die Domänen und die enthaltenen Produkte untereinander
einsehbar zu machen, kann der Unity Catalog genutzt werden. Der Unity Catalog
besteht dabei aus mehreren Datenbanken (Catalogs), welche den Workspaces zuge-
ordnet werden können. Die Domänen können dabei mit einer eigenen Datenbank mit
ihren Produkten oder durch ein Schema in einer zentralen Datenbank repräsentiert
26Vgl. HM24.
27Vgl. Chr24.
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Abbildung 7.12: Databricks Data Mesh

werden. Alle Artefakte wie Programmcode und Daten können mit Tags und Ownership
Metadaten versehen werden, sodass eine Zuordnung an die verantwortlichen Personen
herstellbar ist.

Data as Product Durch die Databricks Asset Bundles können Datenprodukte in
einem gemeinsam versionierten Paket bereitgestellt und verwaltet werden. Die Asset
Bundles beinhalten den Programmcode und die Definition der Databricks Workflows,
welche die Transformationsschritte ausführen und die Daten erzeugen. Innerhalb Asset
Bundles werden auch Berechtigungen und benötigte Ressourcen definiert und so die
Abhängigkeiten zur Plattform hergestellt. Die Daten eines Produkts werden über
den Unity Catalog verwaltet und im Objektspeicher des genutzten Cloud-Anbieters
hinterlegt. Innerhalb der Databricks Datenplattform können die Produkte über den
Unity Catalog ausgetauscht werden. Die Verknüpfung mit externen Diensten erfolgt
Primär über die Ingestionsprozesse und den SQL-Endpunkt.
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Self-Serve Data Platform Innerhalb der Databricks angebotenen Komponenten
können die Nutzenden über den Databricks Workspace ihre Datenprodukte nach
Bedarf zusammenstellen. Die zugrundeliegende Infrastruktur wird von Databricks
verwaltet. Da Databricks Teilprozesse wie die Ingestion an die Dienste des Cloud-
Anbieters auslagert, kann in diesem Fall das management nicht über Databricks
erfolgen und es sind separate Lösungen notwendig.

Federated Computational Governance Grundsätzlich können über den Data-
bricks Workspace Einstellungen getroffen werden, welche die Nutzung der Ressourcen
und Komponenten einschränken. Darüber hinaus bietet Databricks jedoch keine
Richtlinienverwaltung. Auf Basis der Metadaten im Untiy Catalog und den in Git
integrierten Databricks Asset Bundles können eigene Prozesse entwickelt und automa-
tisiert werden, welche die Richtlinien auf die Produkte anwenden.

Die Databricks Asset Bundles bieten einen Rahmen, die Datenprodukte sinnvoll als
Architekturquantum zu schneiden. Innerhalb der Organisation können die Datenpro-
dukte über den Unity Catalog ausgetauscht werden. Um die Datenprodukte sichtbar
zu machen, muss jedoch ein zentrales Konzept entwickelt werden, wie der Unity
Catalog unterteilt und an die Workspaces angebunden werden kann. Die Abhängig-
keiten zum Cloud-Anbieter bieten zwar Chancen, die Funktionalitäten der Plattform
flexibel zu erweitern, erzeugen jedoch auch Komplexität für die Nutzenden bei der
Entwicklung ihrer Datenprodukte.

7.3.4 Limitationen und Ausblick von Databricks

Als Gründer von verbreiteten Technologien wie Apache Spark, ML Flow und Delta
Lake, kann Databricks eine konsistente Plattform für die Erstellung von Datenstrecken
anbieten. Über die Workspaces und den Unity Catalog können die Anwendungsfälle im
Unternehmen skaliert und ausgetauscht werden. Im Kontext der Data Mesh Prinzipien
sind noch Lücken vorhanden, welche die Plattform nicht anbietet, jedoch durch eigene
Lösungen ausgebessert werden können. Um die Abhängigkeiten zu den Funktionen
der Cloud-Anbieter zu reduzieren, investiert Databricks in neue Komponenten wie
LakeFlow Connect zur Dateningestion. Auch in Bereichen wie Machine Learning
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und generativer KI kann Databricks umfassende Lösungen zur Entwicklung und
Bereitstellung von Modellen und LLMs anbieten. Durch die stetige Weiterentwicklung
der Funktionalitäten und die Grundlage auf aktuelle verbreitete Technologien bietet
Databricks eine zukunftssichere Plattform zur Umsetzung von Datenstrecken und KI
Anwendungen.

7.4 Snowflake

Neben Databricks (Kap. 7.3) bietet auch Snowflake eine von den Cloud-Anbietern
agnostische Plattform an. Snowflake ermöglicht es Kunden, verwaltete Cloud Data
Warehouse Systeme aufzubauen und mit ihren Anforderungen zu skalieren. Mit der
Integration des Apache Iceberg Formats sind auch Data Lakehouse Architekturen in
Snowflake umsetzbar. In den zugrunde liegenden Kapiteln werden die Hauptkomponen-
ten von Snowflake und ihre Verwendung zur Implementierung einer Datenplattform
und des Data Mesh Konzepts vorgestellt.

7.4.1 Hauptkomponenten

Die Snowflake Datenplattform ist primär an die Modern Data Warehouse Architektur
ausgerichtet. Die zentrale Komponente sind die Virtual Warehouse Cluster, worüber
Datenbanken in einer von Snowflake verwalteten Cloudumgebung skaliert werden
können. Neben den SQL Operationen bietet Snowflake jedoch auch Machine Learning
Komponenten, ein Apache Spark Framework durch Snowpark und weitere Möglich-
keiten, die Daten zu transformieren und anzureichern.28 Abbildung 7.13 führt die
Hauptkomponenten von Snowflake auf, die im Weiteren definiert werden:

Snowsight Snowsight ist die Weboberfläche von Snowflake. Über Snowsight können
Nutzende die Plattform verwalten, auf die Datenbanken zugreifen und über Ent-
wicklungsumgebungen SQL Abfragen an die Daten senden. Über die Monitoring
Oberfläche werden alle Prozesse aus der Plattform sichtbar gemacht.

28Vgl. Sno25.
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Abbildung 7.13: Snowflake Komponenten

Horizon Catalog Der Horizon Catalog katalogisiert alle Tabellen, Applikationen
und Machine Learning Modelle. Nutzende können auf die Metadaten der Artefakte
zugreifen und die Abhängigkeiten zu anderen Artefakten über die Lineage nachvoll-
ziehen.

Tasks Über Tasks können in Snowflake SQL Skripte orchestriert und ausgeführt
werden. Um Snowpark Programme durchzuführen, können die Transformationen
in SQL Funktionen hinterlegt werden. Aneinander gereihte Tasks bilden in einem
gerichteten Graphen (DAG) die Datenstrecke ab.

Snowflake Copilot Der Snowflake Copilot steht Nutzenden in der Weboberfläche
von Snowflake zur Verfügung und hilft bei der Erstellung von SQL Skripten in der
Entwicklungsumgebung.
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Snowpark Snowpark ist eine Bibliothek zur Ausführung von Spark Programmen in
der Snowflake Umgebung. Für die Ausführung von Snowpark können ein virtuelles
Warehouse oder Snowpark Container genutzt werden. Snowpark ermöglicht so das
Ausführen von komplexen Datentransformationen und Machine Learning Operationen.

Snowflake ML Mit Snowflake ML bietet Snowflake diverse Machine Learning und
LLM Optionen an. Über eine eigene Bibliothek können Machine Learning Modelle in
Snowpark trainiert und in ein Modellverzeichnis von Snowflake bereitgestellt werden.
Generative KI steht über den Dienst Cortex zur Verfügung. Über Cortex können
Basismodelle verfeinert und über API-Schnittstellen bereitgestellt werden.

Virtual Warehouse Die Virtual Warehouse Komponente ist die Berechnungsum-
gebung von Snowflake. Durch die Trennung von Speicher und Berechnung können
die virtuellen Warehouse Cluster unabhängig von den Daten skaliert werden. Die
Dateien der in Snowflake angelegten Tabellen werden standardmäßig in einer von
Snowflake verwalteten Speicherumgebung hinterlegt. Optional steht Nutzenden jedoch
die Möglichkeit zur Verfügung Apache Iceberg Tabellen in dem Objektspeicher des
Unternehmens zu hinterlegen und so ihre Daten selbst zu verwalten.

Mit den von Snowflake angeboteten Funktionalitäten steht somit eine breite Auswahl
zur Umsetzung moderner Anfoderungen zur Verfügung. Nutzende haben die Mög-
lichkeit DWH Systeme aufzubauen und zu skalieren. Durch Machine Learning und
Programmierschnittstellen können auch komplexere Anwendungsfälle durchgeführt
werden. Mit dem Apache Iceberg Format öffnet sich Snowflake dem Data Lakehouse
Konzept. Durch die Nutzung des modernen Tabellenformats können Kunden ihre
Daten selbst verwalten und einer breiten Auswahl an Analysedienste zur Verfügung
stellen.

7.4.2 Umsetzung Datenplattform in Snowflake

Kernelement der Snowflake Datenplattform sind die Virtual Warehouse Cluster, welche
die Daten standardmäßig in einem eigenen Format speichern. Damit geht auch der
Hauptverwendungszweck des Modern Data Warehouse und die primäre Ausrichtung
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Abbildung 7.14: Snowflake Datenplattform [In Anlehnung an Sno24]

zur Nutzung von SQL einher. Durch innovative Funktionalitäten können dennoch
komplexe Datenstrecken von den Quellen bis zur Bereitstellung implementiert werden.
Ebenso ermöglicht der Horizon Catalog und das Apache Iceberg Format eine breitere
Nutzung des Data Lakes als Tabellenspeicher. Abbildung 7.14 stellt den Datenfluss
und die beteiligten Komponenten dar. Die einzelnen Zwischenschritte werden und
verwendete Funktionalitäten werden im weiteren Verlauf spezifiziert:

Ingestion Die primäre Anbindung von Snowflake erfolgt über die Snowpipe Funk-
tionalität. Mithilfe von Snowpipe können Daten, die zuvor in den Objektspeicher des
Cloud-Anbieters geladen wurden, automatisiert in Snowflake Tabellen übertragen
werden. Für Streamingzwecke bietet Snowpipe das Entwicklungspaket Snowpipe Stre-
aming. Durch Snowpipe Streaming können Streaming-Producer entwickelt werden, die
aus den Datenquellen heraus die Daten an die Streamingschnittstelle von Snowflake
publizieren. Mit Snowpipe müssen also die Daten, entweder im Cloudspeicher oder
aus den Systemen heraus, aktiv bereitgestellt werden. Alternativ kann das Spark
Framework Snowpark in Snowflake ausgeführt und so programmatisch Datenquellen
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einbinden. Ein expliziter Service für die Anbindung von Datenbanken und SaaS
Dienste aus Snowflake heraus wird nicht angeboten.

Data Lake Standardmäßig werden die Daten in dem Snowflake verwalteten Account
des jeweiligen Cloud-Anbieters gespeichert. Optional steht jedoch das Apache Iceberg
Format zur Verfügung, worüber die Daten im modernen Tabellenformat offen zugäng-
lich im Objektspeicher des Unternehmens hinterlegt werden können. Der Horizon
Catalog kann als Iceberg Catalog genutzt werden und bietet einen alternativen Zugriff
auf die Daten, ohne ein virtuelles Warehouse nutzen zu müssen.

Transformation Unabhängig des Tabellenformats stehen alle Daten über das
virtuelle Warehouse zur Verfügung. Über das Warehouse können die Daten mit SQL
oder Snowpark transformiert werden. Neben den klassischen Tabellen können Streams
und Dynamic Tables angelegt werden. Streams überwachen bestehende Tabellen und
speichern alle Änderungen. Die Änderungen können in Operationen ausgelesen und
auf andere Tabellen angewendet werden. Dynamic Tables hingegen sind Tabellen, die
sich automatisiert aktualisieren, wenn sich die zugrundeliegenden Tabellen ändern.
Um die Daten mit KI anzureichern, können die zuvor trainierten Machine Learning
Modelle und LLMs aus dem Modellverzeichnis genutzt werden.

Bereitstellung Über die SQL Endpunkte der Virtual Warehouse Cluster können
die Daten aus Snowflake abgefragt werden. Das Virtual Warehouse startet und stoppt
automatisch, sobald Anfragen eingehen oder eine bestimmte Zeit ausbleiben.

Analyse Dienste Um die Daten in Snowflake visualisieren zu können, stehen in der
Snowsight Weboberfläche Dashboards zur Verfügung. Über die Dashboards können
Daten aus dem Virtual Warehouse abgefragt und dargestellt werden. Die Dashboards
eignen sich besonders für schnelle Einblicke in die Daten und die Visualisierung von
Metriken. Über die Snowflake Apps bietet Snowflake die Möglichkeit an, Applikatio-
nen für die Interaktion mit Daten oder den Machine Learning und LLM Modellen
Weboberflächen bereitzustellen.
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Plattform Infrastruktur Um die Grundlage der Datenplattform zu schaffen und
die Datenstrecken zu automatisieren, stehen in Snowflake eine Auswahl an Funktionen
zur Verfügung. Die Orchestrierung der Datenstrecken erfolgt über die von Snowfla-
ke Tasks. Die Tasks können in einem gerichteten Graphen angeordnet werden und
aufbauend die notwendigen Operationen zeitgesteuert durchführen. Zur Nutzung der
Plattform und Berechtigung auf die Daten können in Snowflake Zugänge angelegt wer-
den. Zusätzlich können die Konten auch über einen externen Anbieter wie Microsoft
EntraID eingesetzt werden. Die Verwaltung der Daten und anderer Artefakte erfolgt
über den Horizon Catalog. Im Horizon Catalog sind alle Metadaten zugänglich und
Nutzende können die Abhängigkeiten nachverfolgen und die Ergebnisse anderer Teams
einsehen. Alle Bewegungsdaten und Metriken stehen in einer speziellen Datenbank
mit Systemtabellen zur Verfügung. Diese können zur Überwachung der Plattformsi-
cherheit und Optimierung der Prozesse genutzt werden. Für die Versionierung und
Bereitstellung setzt Snowflake auf eine externe Git-Integration. Die Erstellung der
Artefakte kann dabei über Terraform oder andere Schnittstellen erfolgen. Um das
Erlebnis der Plattform zu verbessern und die Entwicklungsprozesse zu unterstützen,
können Nutzende mit dem Snowflake Copilot interagieren. Der Snowflake Copilot kann
SQL Abfragen und Programmcode generieren und Fragen zur Plattform beantworten.

Mit den von Snowflake bereitgestellten Funktionen stehen somit ausreichend Werkzeu-
ge zur Verfügung, Daten aufzunehmen, mit SQL oder Spark weiterzuverarbeiten und
mit Machine Learning anzureichern. Die von der Datenstrecke aufbereiteten Daten
können über interne Dashboards und Apps zugänglich gemacht werden. Zusätzlich
bietet der Horizon Catalog eine umfassende Übersicht über alle Daten und Artefakte
wie Apps und Modelle im Unternehmen.

7.4.3 Umsetzung Data Mesh in Snowflake

Zur Skalierung der Datenplattform und Erfüllung der Data Mesh Prinzipien bie-
tet Snowflake einige Funktionen an, an denen die Strukturierung der Prozesse und
Teams ausgerichtet werden kann.29 Zwei wichtige Elemente zum Austausch der Da-
tenprodukte im Unternehmen sind der Horizon Catalog und der Snowflake interne

29Vgl. Sno22.
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Abbildung 7.15: Snowflake Data Mesh

Marktplatz. Über den internen Marktplatz können auch über Cloud-Grenzen hinweg
Datenprodukte innerhalb der Organisation geteilt und anderen Teams zur Verfügung
gestellt werden.30 Auf Basis der von Snowflake angebotenen Komponenten stellt
Abbildung 7.15 eine beispielhafte Einteilung im Kontext des Data Meshs dar. An-
schließend werden die Elemente der Abbildung auf Basis der Data Mesh Prinzipien
näher erläutert:

Domain Ownership Domänen lassen sich in Snowflake auf verschiedenen Ebenen
unterteilen. Die höchste Isolation wird durch die Unterteilung in mehrere Snowflake-
Accounts erreicht, die in einer Snowflake-Organisation zusammengefasst werden
können. Eine weniger komplexe Alternative ist die Unterteilung auf Datenbankebene
innerhalb eines Accounts. Abhängig von den Anforderungen an Aufwand und Isolation
können beide Ansätze sinnvoll eingesetzt werden. Innerhalb der jeweiligen Unterteilung
können die Domänenteams unter Berücksichtigung der notwendigen Berechtigungen
ihre Datenprodukte erstellen. Virtual Warehouse Instanzen können Teams zugeordnet

30Vgl. Pat25.
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werden, um die Berechnungsleistung zu isolieren.

Data as Product Datenprodukte können in Snowflake aus einer Kombination von
Programmcode und SQL betrachtet werden, welche die Tabellen und andere Arte-
fakte erzeugen. Die Abhängigkeiten werden durch die Parameter zur Erstellung und
Konfiguration durch die Tasks definiert. Die genutzten Virtual Warehouse Instanzen
isolieren den Ressourcenbedarf der Datenstrecken untereinander und sind flexibel
skalierbar. Die Daten der Datenstrecke sind abhängig des Formats im Objektspeicher
von Snowflake oder des Kunden hinterlegt. Die Metadaten sind über den Horizon Ca-
talog einsehbar. Über den Horizon Catalog können die Zustände und Berechtigungen
der Datenprodukte überwacht und kontrolliert werden. Die Domänenteams können
innerhalb eines Snowflake Accounts über den Horizon Catalog die Datenprodukte
austauschen. Werden mehrere Snowflake Accounts verwendet, kann hingegen der
Snowflake Marketplace verwendet werden. Im Marketplace können Listings erstellt
werden, welche die Datenprodukte in der gesamten Organsiation sichtbar und zu-
greifbar machen. Einen spezifischen Rahmen zur Eingrenzung und Bereitstellung von
Datenprodukten bietet Snowflake nicht an. Eine individuelle logische Unterteilung
und isolierte Bereitstellung der Produkte können innerhalb der Git-Integration des
Kunden erfolgen.

Self-Serve Data Platform Die Snowflake Plattform sowie der Virtual Warehouse
Cluster werden von Snowflake intern verwaltet und benötigen keine zusätzliche
Infrastruktur. Somit können die Domänenteams im Rahmen ihrer Berechtigungen die
notwendigen Komponenten zusammenstellen und ihre Produkte eigenständig erstellen
und anbieten.

Federated Computational Governance Die Überwachung der Richtlinien in
Snowflake wird durch den Horizon Catalog ermöglicht. Durch den Horizon Catalog
werden alle Metadaten der Datenprodukte zugänglich gemacht. Eine Automatisie-
rung der Richtlinien ist auf Basis der Berechtigungen möglich. Um weitreichende
Automatismen anzuwenden sind eigene Prozesse notwendig, welche anhand der Tags,
Abhängigkeiten und Metriken die vorgegebenen Richtlinien durchsetzen.
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7.4.4 Limitationen und Ausblick von Snowflake

Durch den zentralen Bestandteil der Virtual Warehouse Cluster fokussiert Snowflake
das Konzept des Modern Data Warehouse. Über die modernen Funktionalitäten wie
Machine Learning, Streaming und Anbindung an den Data Lake kann das klassi-
sche Warehouse Konzept erweitert und eine breite Auswahl an Anwendungsfällen
abgedeckt werden. In Bezug auf die Ingestion und Orchestrierung der Daten bietet
Snowflake durch Snowpipe und die Tasks Komponente Grundfunktionalitäten an,
die gegebenenfalls nicht alle Anforderungen abdecken. Unternehmen, wie GitLab,
kombinieren das in Snowflake abgebildete Warehouse mit externen Technologien, wie
diversen Anbietern zur Dateningestion und Apache Airflow zur Orchestrierung.31

Der Einsatz des Horizon Catalog bietet nicht nur eine Übersicht über alle Artefakte
in der Snowflake Datenplattform, sondern ermöglicht in Kombination mit Apache
Iceberg Tabellen auch die Umsetzung des Data Lakehouse Konzepts in Snowflake.
Somit können Snowflake Kunden ihre Daten eigenständig verwalten und durch externe
Dienste zugreifbar machen. Neben dem modernen Tabellenformat investiert Snowflake
auch in Funktionen im Bereich der generativen KI durch die Cortex Komponente und
den Snowflake Copiloten. Dadurch können Kunden auch moderne Anwendungsfälle
im Bereich der generativen KI abdecken und eine zukunftssichere Datenplattform
aufbauen.

7.5 Gesamtbetrachtung der Technologien

Mit den zuvor aufgeführten Technologie-Anbietern Azure (Kap. 7.1), AWS (Kap.
7.2), Databricks (Kap. 7.3) und Snowflake (Kap. 7.4) stehen Unternehmen eine breite
Auswahl an Datenplattformen zur Verfügung. Alle Plattformen unterstützen durch
ihre Funktionalitäten teilweise bis gänzlich die Konzepte des Modern Data Warehouse
und Data Lakehouse, sowie die Skalierung der Datenteams durch die Anwendung der
Data Mesh Prinzipien. Auch anhand der verwendeten Begrifflichkeiten wie „Domäne“
und „Datenprodukt“ ist zu erkennen, dass die Technologien die Data Mesh Konzepte
adaptieren. Neben der reinen Datenspeicherung und Weiterverarbeitung weisen alle

31Vgl. Git25.
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Technologien die Funktionen auf, Anforderungen im Bereich von Streaming, Ma-
chine Learning und generativer KI zu erfüllen. Eine weitere Gemeinsamkeit ist der
wachsende Einsatz von modernen Tabellenformaten (Kap. 5.3). Durch die modernen
Tabellenformate können Warehouse Funktionalitäten auch im Data Lake durchge-
führt werden und brechen die Grenzen zu den bisherigen proprietär gespeicherten
Datenbankformaten auf. In Kombination mit den angebotenen Metadaten Katalogen
können so die Daten aus dem Data Lake in allen Technologien flexibel verarbeitet und
angeboten werden. Die Kataloge ermöglichen nicht nur die Bereitstellung der Daten
im Data Lake, sondern bieten auch eine Übersicht über die verfügbaren Daten und
zusammenhängende Metadaten. Damit können Kataloge auch dazu genutzt werden,
Datenteams aufzuteilen und den Katalog als zentrale Datenverwaltung aufzubauen,
in denen die Teams ihre Datenprodukte bereitstellen und mit anderen Teams teilen.
Durch die in der Cloud skalierbaren SaaS Funktionalitäten der einzelnen Technolo-
gien wird die Anwendung Data Mesh Prinzipien (Kap. 6.2) wie die Self-Serve Data
Platform und die Isolation der benötigten Ressourcen innerhalb des Data as Product
erleichtert. Eine umfassende Federated Computational Governance über die Zugriffs-
verwaltung hinaus bietet derzeit keine der aufgeführten Technologien. Auf Basis des
über Git verwalteten Programmcode, sowie der Metadaten in den Katalogen, müssen
Unternehmen auf eigene oder extern angebotene Technologien zurückgreifen.

Eine Auswahl der passenden Technologie für das Unternehmen wird von vielen
Faktoren beeinflusst. Die individuellen Schwerpunkte und relevanten Auswahlkriterien
können abhängig vom Unternehmen variieren. In Bezug auf Performanz und Preis
können keine pauschalen Aussagen getroffen werden. Neben den reinen Kosten für die
Rechenleistung hat auch die Auswahl des Cloud-Anbieters, die aktuelle Expertise und
die konkreten Anwendungsfälle Einfluss auf die Kosten und Leistung einer Plattform.
Grundsätzlich basieren alle aufgeführten Technologien auf den gleichen Prinzipien,
entwickeln sich konstant weiter und bieten Lösungen für moderne Anwendungsfälle.
Daher ist es ratsam, eine grobe Auswahl anhand der gewünschten Funktionen zu
treffen und in einer engeren Auswahl konkrete Anwendungsfälle durchzuführen. Im
Anschluss können Kosten und Nutzungserlebnis im individuellen Fall näher untersucht
und eine Entscheidung getroffen werden.32

32Vgl. Rei23, S.155ff.
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In dieser Masterarbeit wurde ein Überblick über die aktuellen Datenarchitekturkon-
zepte Modern Data Warehouse, Data Lakehouse und Data Mesh vermittelt. Die
Funktionalitäten der Technologieanbieter Azure, AWS, Databricks und Snowflake
konnten in Anwendung auf die Konzepte beurteilt werden.

Neben der thematischen Auseinandersetzung mit dem Begriff Cloud Computing wurde
auch die aktuelle Marktsituation analysiert. Die Auswertung hat ergeben, dass ein
Großteil der Unternehmen ihre Prozesse in der Cloud implementiert hat und auch
zukünftig in diesen Bereich investieren wird. Die Befragungen haben gezeigt, dass die
Unternehmen neben der Private Cloud auch die Public Cloud zukünftig in Betracht
ziehen. Es konnte zudem festgestellt werden, dass unter den Cloud-Anbietern AWS
und Azure den Markt dominieren.

Ein Überblick über die Historie der Datenarchitekturen hat verdeutlicht, dass sich
im Verlauf der Jahre mit dem Fortschritt der Technologien auch die Anforderungen
weiterentwickelt haben und neue Konzepte gefunden werden mussten. Anwendungsfälle
im Bereich des Machine Learning, große Datenmengen und die Durchdringung im
Unternehmen erfordern moderne und skalierbare Systeme, welche durch die bisherigen
Technologien nicht mehr erfüllt werden konnten. In diesem Rahmen haben sich die
Konzepte des Modern Data Warehouse, des Data Lakehouse und des Data Mesh in
den letzten Jahren durchgesetzt.

Generative KI hat besonders durch die Fortschritte der letzten Jahre zunehmend an
Bedeutung gewonnen. Um die aktuelle Relevanz für moderne Datenplattformen zu
erörtern, wurde auch dieses Thema analysiert. Aktuelle Studien konnten feststellen,
dass der Einsatz von generativer KI zu einer Produktivitätssteigerung im Unternehmen
geführt hat. Dabei konnte besonders die Produktivität von Entwickelnden mit einem
geringen Erfahrungsniveau gesteigert werden. Um diese Produktivitätssteigerung zu
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nutzen und damit wettbewerbsfähig zu bleiben, ist es wichtig, die generative KI
auch in der Datenarchitektur und bei der Implementierung der Datenplattform zu
berücksichtigen. Als Teil moderner Datenplattformen kann die generative KI sowohl
in der Entwicklungsumgebung als auch innerhalb der Datenstrecken und Produkte
genutzt werden.

Aufgrund der wachsenden Datenmenge sind Data Lakes ein zentrales Speichermedium
aktueller Datenplattformen. Sowohl Modern Data Lakes als auch Data Lakehouse
Konzepte nutzen den Data Lake, um Daten formatunabhängig, günstig und skalierbar
zu speichern. Während Modern Data Warehouse Systeme ihre Daten zusätzlich
speichern, führt das Data Lakehouse alle Operationen auf den Data Lake aus. Um
Operationen auf den Dateien im Data Lake effizient zu ermöglichen, wurden moderne
Tabellenformate entwickelt. Innerhalb der untersuchten Technologien kann festgestellt
werden, dass sich besonders Apache Iceberg und Delta Lake durchgesetzt haben.
Darüber hinaus ist anzumerken, dass moderne Tabellenformate zu einem etablierten
Medium innerhalb der Cloud-Technologien geworden sind.

Im Rahmen des Data Mesh Konzepts wurden die Prinzipien und die logische Archi-
tektur vorgestellt. Das Konzept ermöglicht es Unternehmen, ihre Datenarchitektur
zu dezentralisieren und Anwendungsfälle über die Fachbereiche zu skalieren. Die
Erfüllung der Prinzipien soll ein föderiertes System herbeiführen und gleichzeitig
sicherstellen, dass keine Isolation entsteht. Das Data Mesh hat signifikante Auswir-
kungen auf die ausgewählten Technologien und Strukturen des Unternehmens. Bei der
Umsetzung stehen Unternehmen daher auch vor einigen Herausforderungen. Das Data
Mesh erfordert die Beteiligung vieler Personen im Unternehmen mit unterschiedlichen
Hintergründen, diese müssen auf ein gemeinsames Verständnis gebracht werden und
das Konzept des Data Mesh annehmen. Auch technologisch steht das Konzept vor
einigen Herausforderungen. Als relativ junges Konzept müssen sich dezentrale Tech-
nologien erst am Markt durchsetzen, bevor sie von Unternehmen adaptiert werden
können. Die Auswertung der Literatur hat gezeigt, dass bereits Abstufungen des Data
Mesh untersucht werden, die eine weniger komplexe Architektur erfordern.

Um die Umsetzungsmöglichkeiten der modernen Datenplattformen auszuwerten, wur-
den die Produkte einiger Technologieanbieter betrachtet. Als am Markt dominierende
Cloud-Anbieter wurden Azure und AWS ausgewählt. Zusätzlich wurden Databricks
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und Snowflake als Cloud-agnostische Anbieter evaluiert. Azure bietet derzeit zwei
Produkte an, welche die gesamte Datenplattform abbilden. Azure Synapse Analytics
ist bereits einige Jahre auf dem Markt und hat erste Ansätze für die Umsetzung
einer modernen Datenplattform implementiert. Synapse ermöglicht die Integration
der Daten in den Data Lake und die Auswertung über Data Warehouse Technologien,
welche auch direkt auf den Data Lake zugreifen können. Auf Synapse folgend hat
Azure zusätzlich Microsoft Fabric vorgestellt. Im Rahmen Fabric wurden viele Inno-
vationen etabliert, die keine Anwendung mehr auf Synapse finden werden. Auch wenn
Azure Synapse noch als nutzbare Technologie bewirbt, deuten die Indizien darauf
hin, dass Synapse nicht mehr als zukunftsfähige Technologie betrachtet werden kann.
Microsoft Fabric hingegen ist auf eine dezentrale und serverlose Architektur ausgelegt.
Die Komponenten bieten eine abstrakte Möglichkeit für Nutzende Datenprodukte
ohne infrastrukturellen Aufwand umzusetzen. Das Grundkonzept von Microsoft Fabric
implementiert einige Ansätze des Data Mesh, indem es einer diversen Zielgruppe die
Umsetzung von unabhängigen Datenprodukten eröffnet. In Betrachtung des aktuellen
Reifegrades sind jedoch noch einige Lücken zu finden, die eine produktive Umsetzung
von Fabric ausbremsen. Als Alternative bietet auch AWS eine breite Auswahl an Tech-
nologien zur Umsetzung einer modernen Datenplattform. Mit dem Produkt DataZone
erschließt AWS auch das Konzept des Data Mesh. Über DataZone können Unter-
nehmen ihre Organisation in Domänen aufteilen und Datenprodukte austauschen.
Eine Besonderheit von AWS ist der modulare Aufbau. AWS bietet kein umfassendes
Produkt in einer abstrakten Umgebung an. Unternehmen können ihre Plattform daher
flexibler gestalten sind jedoch auch einer höheren Komplexität ausgesetzt. Databricks
und Snowflake bieten ihre jeweils eigenen Produkte in der Infrastruktur der Cloud-
Anbieter an. Während Databricks zunächst das Data Lakehouse Konzept forcierte,
hat sich Snowflake zuerst als Modern Data Warehouse im Markt etabliert. Beide
Anbieter haben inzwischen Technologien entwickelt, die ihre Funktionalitäten auf die
des Konkurrenten ausweiten. Mithilfe von Katalogen ermöglichen es beide Anbieter
Datenprodukte im Unternehmen zu skalieren. Es konnte festgestellt werden, dass alle
Anbieter eine breite Auswahl an Anwendungsfällen abdecken können. Sie ermöglichen
die Umsetzung von Machine Learning, Streaming und haben sich auch der generativen
KI angenommen. Die Plattformen bieten eigene KI Assistenten, welche die Nutzung
ihrer Dienste erleichtern und können generative Sprachmodelle als Teil der Datenstre-
cken und Produkte integrieren. Auch zeigen die aktuellen Funktionalitäten, dass die
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8 Fazit & Ausblick

Anbieter auf skalierbare und föderale Technologien setzen, in denen Datenprodukte
über mehrere Teams erstellt und geteilt werden können.

Eine detaillierte und praxisorientierte Betrachtung der einzelnen Technologien war
im Rahmen dieser Arbeit nicht möglich. In der Anwendung stehen die Unternehmen
in ihren Ausgangssituationen und Anwendungsfällen vor individuellen Herausforde-
rungen. Der Praxisbezug muss daher im Rahmen einer realen Implementierung im
Unternehmen erfolgen und kann anschließend evaluiert werden. Nachdem die Anbieter
bereits Funktionen zur Umsetzung des Data Mesh integriert haben, wird sich zeigen,
inwieweit die Unternehmen diese Funktionen nutzen und das Konzept des Data Mesh
anwenden und weiterentwickeln. Auch der Trend der generativen KI wird den Markt
weiter formen. Sprachmodelle können bereits viele Aufgaben im Bereich der Daten-
plattform übernehmen und ein neues Abstraktionsniveau in der Datenauswertung
erzielen. Zukünftigen Arbeiten wird daher eine vielschichtige Perspektive geboten,
indem sie die Etablierung aktueller Trends und die praktische Anwendung vertiefen.
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